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인공지능 기반 영상/신호 처리 응용분야와 시스템 최적화

(System Optimizations and Applications of Artificial Intelligence-based Image 

and Signal Processing)

특집호 서문

인공지능 기술이 자율주행, 정보통신, 의료, 제조 등 다양한 분야에 적용되면서 우리 주변

의 사물과 시스템이 빠르게 지능화되어가고 있습니다. 최근, 인공지능에 기반을 둔 영상/신

호 처리 기술이 크게 발전하면서 다양한 임베디드 시스템 응용분야에 적용되는 사례가 증가

하고 있고, 이에 따라 컴퓨팅 자원이 제한적인 임베디드 시스템에 인공지능 기술을 효과적

으로 적용하기 위한 하드웨어 및 소프트웨어 기술 개발의 필요성이 대두되고 있습니다.

이번 특집호는 인공지능에 기반을 둔 영상/신호 처리 기술의 응용분야와 이를 위한 하드

웨어 및 소프트웨어 최적화 기술에 대한 8편의 논문으로 구성하였습니다.

첫 번째 논문 “잡음 제거 기술 기반의 비디오 인페인팅 성능 연구”는 딥러닝을 활용한 영

상 잡음 제거와 인페인팅 성능의 상관관계를 분석하였고, 두 번째 논문 “텍스트-비디오 검

색 모델에서의 캡션을 활용한 비디오 특성 대체 방안 연구”는 딥러닝을 활용하여 비디오 영

상 정보를 담아낼 수 있는 캡션을 생성하고 이를 통해 효과적으로 텍스트-비디오 검색 문

제를 해결하는 기술을 제안하고 있습니다. 세 번째 논문 “웨이블릿 영역에서 회전 불변 에

너지 특징을 이용한 이중 브랜치 복사-이동 조작 검출 네트워크”는 딥러닝을 활용한 영상

의 복사/이동 조작 검출 방법을 소개하고 있고, 네 번째 논문 “마스크 생산 라인에서 다중 

영상 기반 마스크 이어링 검사 방법”는 딥러닝을 적용하여 마스크 생산 라인에서 불량품을 

탐지하는 시스템을 소개하고 있습니다. 다섯 번째 논문 “객체 탐지 과업에서의 트랜스포머 

기반 모델의 특장점 분석 연구”는 트랜스포머에 기반을 둔 객체 탐지 모델들을 비교 평가하

여 임베디드 시스템 환경에서 해당 모델을 적용할 수 있는지를 논하고 있습니다. 여섯 번째 

논문 “실시간 탄도 궤적 목표물 추적을 위한 GPU 기반 병렬적 입자군집최적화 기법”은 입

자군집최적화 알고리즘을 임베디드 시스템에서 고속 실행하기 위한 GPU기반의 병렬처리 

기술에 대해 설명하고 있고, 일곱 번째 논문 “차량용 임베디드 프로세서에서 저전력 반응적 

제어를 위한 이기종 멀티코어 협력적 스트리밍 온-칩 소프트웨어 구조”는 차량용 임베디드 

프로세서의 이기종 코어에서 소프트웨어를 효과적으로 분담 처리하고 이를 통해 실행 시간

과 전력 소모를 개선할 수 있는 기술을 소개하고 있습니다. 마지막 논문 “FPGA기반 뉴럴

네트워크 가속기에서 2차 타일링 기반 행렬 곱셈 최적화”에서는 신경망의 핵심 연산인 행

렬 곱셈을 가속 실행하기 위해 신경망 가속 프로세서의 하드웨어의 특성을 고려한 2-stage 

타일링 기반의 행렬 곱셈 최적화 방법을 제안하고 있습니다.

위와 같이 구성된 특집호의 발간을 통해 인공지능 기반 영상/신호 처리 기술의 다양한 응

용 분야 적용을 촉진하고, 이를 임베디드 시스템에 적용하기 위한 최적화 연구의 필요성을 

환기시키는 계기가 되기를 바랍니다.

마지막으로 본 특집호를 위해 소중한 연구의 결과물인 논문을 본 호에 투고해주신 많은 

저자분들께 진심으로 감사드리며, 특집호의 질적 향상을 위해 애써주신 편집위원장 및 편집

부위원장과 심사위원님들의 협조에 매우 깊은 감사의 마음을 전합니다.
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웨이블릿 영역에서 회전 불변 에너지 특징을 이용한 이중

브랜치 복사-이동 조작 검출 네트워크
(Dual Branched Copy-Move Forgery Detection Network Using Rotation

Invariant Energy in Wavelet Domain)

박 준 영, 이 상 인, 엄 일 규*
(Jun Young Park, Sang In Lee, Il Kyu Eom)

Abstract : In this paper, we propose a machine learning-based copy-move forgery detection network with dual

branches. Because the rotation or scaling operation is frequently involved in copy-move forger, the conventional

convolutional neural network is not effectively applied in detecting copy-move tampering. Therefore, we divide the

input into rotation-invariant and scaling-invariant features based on the wavelet coefficients. Each of the features is

input to different branches having the same structure, and is fused in the combination module. Each branch comprises

feature extraction, correlation, and mask decoder modules. In the proposed network, VGG16 is used for the feature

extraction module. To check similarity of features generated by the feature extraction module, the conventional

correlation module used. Finally, the mask decoder model is applied to develop a pixel-level localization map. We

perform experiments on test dataset and compare the proposed method with state-of-the-art tampering localization

methods. The results demonstrate that the proposed scheme outperforms the existing approaches.

Keywords : Copy-move forgery, Copy-move forgery localization, Dual branched network, Convolutional neural network,

Rotation-invariant, Wavelet transform.

*Corresponding Author (ikeom@pusan.ac.kr)
Received: Oct. 13, 2022, Revised: Nov. 22, 2022, Accepted: Nov. 26, 2022.
J. Y. Park: Pusan National University (Ph.D. Student)
S. I. Lee: Pusan National University (M.S. Student)
I. K. Eom: Pusan National University (Prof.)
※ 본 논문은 부산대학교 기본연구지원사업 (2년)에 의하여 연구되었음.

Ⅰ. 서 론

영상은 때때로 어떤 사건을 명확히 하거나 검증하기 위

한 중요한 정보로 사용된다. 그러나 다양한 영상 편집 툴의

발달로 영상의 조작이 쉬워졌다. 또한, 악의적 목적으로 조

작된 영상을 사용하는 것은 사회에 부정적인 영향을 미칠

수 있다. 인간의 눈은 조작된 영상을 쉽게 감지하기가 어렵

기 때문에, 신뢰할 수 있는 영상 조작 감지 방법이 필요하

다. 이를 위해, 다양한 영상 위조 검출 방법에 관한 광범위

한 연구가 수행되고 있다 [1, 2].

영상 조작에는 여러 가지 방법이 존재하지만, 하나의 영

상 안에서 일정 영역을 복사하여 같은 영상의 다른 영역으

로 붙이는 복사-이동 조작이 빈번히 사용된다. 배경을 복사

하여 특정한 물체를 숨기거나, 물체를 여러 개로 보이기 위

해 복사하는 방법이 흔히 사용된다. 그림 1은 복사-이동 조

작 영상의 예를 나타내고 있다. 복사-이동 조작을 통하여,

영상이 가지는 정보나 의미가 숨겨지거나 바뀔 수 있으므로,

영상의 진위를 확인하고 복사-이동 조작영역을 찾아내는 것

이 중요하다.

복사-이동 조작검출의 방법은 크게 블록, 키포인트, 기계

그림 1. 복사-이동 조작 이미지의 예

Fig. 1. Example of copy-move forgery image

학습 기반 방법으로 나눌 수 있다. 블록 기반 방법은 주로

다양한 블록분할과 영역분할 알고리즘을 통하여 블록 내부

에서 크기와 회전 변환에 불변하는 특징들을 추출한다. 그

리고 이러한 특징들을 블록 사이의 매칭을 통하여 조작된

부분을 찾아낸다. 키포인트 방법은 SIFT (scale invariant

feature transform)와 같이 크기와 회전 변환에 강한 포인트

들을 추출하여 매칭을 통해 조작영역을 검출한다. 최근

CNN (convolutional neural network)의 객체 감지 분야에서

보여주는 좋은 성능을 바탕으로 다양한 기계학습 기반의 복

사-이동 조작검출의 방법들이 도입되어 유망한 탐지 결과를

보여주었다.

블록 기반의 복사-이동 조작검출 방법은 의심되는 이미

지를 블록분할, 특징 추출, 추출된 특징을 매칭, 위조영역을

국부화하는 4단계로 이루어진다. 첫 번째 단계는 다양한 블

록을 나누는 방법과 영역분할 방법을 이용하는 전처리 단계

이다. 정사각형 블록을 중첩시키는 방법 [3], 정사각형 블록
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을 중첩시키지 않는 방법 [4] 또는 원형 블록 [5]의 방식을

사용할 수 있다. 특징 추출은 블록 기반의 방법에서 핵심적

인 부분이다. 추출된 특징은 크기와 회전에 대하여 불변해

야 하고, 잡음, 블러 등 여러 후처리에 대하여 견고해야 한

다. 이 단계에서는 극좌표 코사인 변환 [6], 퓨리에-멜린변

환 [7], 극복수 지수변환 [8], 푸리에, 이산코사인 [9], 웨이블

릿 변환 [10] 등 여러 가지 변환들이 불필요한 정보 제거 및

특징 추출에 사용된다. 특징 매칭은 추출된 특징을 이용하

여 원본 부분과 복사-이동 조작된 부분의 후보 쌍을 결정한

다. 이 단계에서는 탐색과 유사성 측정 방법들을 이용한다.

탐색에는 다양한 정렬 방법 [10, 11] 및 해싱 프로세스 [12]

가 사용된다. 복사-이동 조작의 마지막 단계는 조작영역의

국부화이다. 탐지 결과는 의심되는 영상에서 소스 부분과

조작된 영상 부분이 이진 맵으로 표현된다. 대부분의 블록

기반의 방법은 특징 수가 너무 많고 아핀 변환에 대해 약한

단점이 있다. 또한, 영상의 블록 부분의 값을 이용하기 때문

에 블러와 뒤집는 변환에 대해 약한 단점이 있다.

복사-이동 조작에서 키포인트에 관련된 연구는 활발하게

진행되었다. SIFT는 크기 변환과 회전 변환에 강한 키포인

트를 뽑아내기 때문에 복사-이동 조작영역 검출에 적합하다

[13-17]. SIFT 기반 복사-이동 조작영역 검출의 첫 번째 단

계는 영상 피라미드에 의한 스케일 공간을 통하여 다양한

스케일에서 추출되는 스케일 불변의 키포인트를 생성한다.

두 번째 단계는 키포인트의 회전 불변성을 위하여 키포인트

에 방향을 지정하고 주변 픽셀을 128차원의 설명자로 표현

한다. 매칭 과정에서 키포인트의 설명자는 다른 모든 키포

인트의 설명자와 비교되어 매칭 여부를 결정한다. 하지만

이러한 매칭에서 잘못된 매칭은 항상 발생하기 때문에 이러

한 매칭을 제거해주기 위해 J-linkage [18], 거리 기반 [19]

및 계층적 클러스터링 [20]과 같은 다양한 클러스터링 알고

리즘이 사용된다. 복사-이동 조작 부분이 작거나 배경 영역

을 포함하는 경우 SIFT 기반의 알고리즘은 성능이 저하될

수 있다 [15, 17]. 또한, SIFT 기반의 방식은 키포인트 주변

의 광역 정보를 얻는 것은 어렵다. 따라서 복사-이동 조작

된 부분과 원본의 경계면에 키포인트가 존재하거나, 영상을

압축하는 경우 성능이 저하될 수 있다.

최근 기계학습은 영상 처리 및 컴퓨터 비전 작업에서 획

기적인 성능을 보였다. 따라서 기계학습 기반의 복사-이동

조작 연구도 활발히 이루어졌다. 대표적으로 Wu 등은

Simi-Det 및 Mani-Det을 포함하는 이중 병렬 구조의 CNN

방식 (BusterNet) [21]을 제안했다. Simi-Det은 유사성 감지

를 위해 설계되었으며 Mani-Det은 원본과 조작영역 구별을

위해 설계되었다. 그러나 각 BusterNet의 구조가 조작영역

을 정확하게 찾지 못하면 BusterNet은 본연의 목적인 원본

지역과 대상 지역을 구분할 수 없다. Zhong 등은 다차원 밀

집 특징 연결 네트워크인 Dense-InceptionNet을 사용하는

복사-이동 조작 검출 알고리즘 [22]을 제안했다.

Dense-InceptionNet은 피라미드 특징 추출기, 특징 상관 매

칭 및 계층적 후처리 모듈로 구성된다. 네트워크가 유사한

역할을 하는 여러 모듈을 사용하여 탐지 정확도를 향상했지

만, 훈련 매개변수의 수가 급격히 증가하여 계산적 비용이

크다는 단점이 있다. Chen 등은 유사성 및 조작 감지를 위

해 직렬 구조의 복사-이동 조작 검출 방법 [23]을 제안했다.

이 방법은 VGG16 [24]의 최종 컨볼루션 계층에서 atrous

convolution [25]을 사용하였고 계층적 특징 비교를 위해 상

관 모듈에서 이중 상관계수를 사용했다. 또한, 조작영역의

위치를 정확하게 검출하기 위한 attention mechanism을 제

안하였다. 마지막으로 영상 레벨 네트워크를 사용하여 유사

성 탐지 구조에서 얻은 영역이 변조되었는지를 결정했다.

실험 결과는 제안한 알고리즘이 BusterNet보다 우수한 성능

을 달성했음을 보여주었다. 그러나 이 알고리즘은 여전히

성능 면에서 개선될 필요가 있다. 최근에 Lee 등은 회전 불

변 특성을 가지는 웨이블릿 고주파 계수의 에너지를 이용한

조작 검출 CNN 구조 [26]를 제안하였다. 이 방법은 특히 회

전 변환이 추가된 복사-이동 검출 조작에 대해 우수한 성능

을 보였다.

본 논문에서는 이중 브랜치 구조를 가지는 복사-이동 조

작 검출 네트워크를 제안한다. 제안된 네트워크는 SWT

(stationary wavelet transform) 기반의 특징 분리 모듈,

CNN을 사용한 특징 추출 모듈, 유사성을 확인하는 상관분

석 모듈, 이진 검출 맵의 크기를 증가시키는 디코딩 모듈,

이중 가지 구조의 결과 결합을 위한 결합 모듈 총 5가지 모

듈로 구성된다. 제안된 네트워크의 구조는 입력으로 RGB

채널의 색 정보를 활용하는 것보다 웨이블릿 계수를 활용하

였기 때문에 크기 조정 및 회전에 더 적합한 입력이라 할

수 있다. 실험 결과를 통하여 제안된 네트워크의 입력 및

구조가 기존 방법들에 비하여 우수한 복사-이동 조작 위치

검출 결과를 나타냄을 보이고자 한다.

논문의 나머지 부분은 다음과 같이 구성된다. 2장에서는

제안 방법의 구조에 관해 설명한다. 3장에서는 제안 방법의

결과를 다른 방법들과 비교하고 4장에서는 결론을 서술한다.

Ⅱ. 제안 방법

본 논문에서 제안하는 복사-이동 검출 네트워크는 영상

의 스케일 정보를 가진 웨이블릿 저주파 밴드의 계수와 회

전-불변 정보를 가진 고주파 계수의 에너지 정보를 각각 학

습시켜 결합하는 이중 가지 구조를 기반으로 한다. 네트워

크 구조는 특징 분리 모듈, 특징 추출 모듈, 상관계수 모듈,

디코딩 모듈로 구성되고 최종적으로 각 구조에서 나온 결과

를 합치는 결합 모듈로 구성된다.

그림 2는 제안된 복사-이동 검출 네트워크의 구조를 나

타낸다. 특징 분리 모듈은 복사-이동 조작에서 발생할 수

있는 스케일과 회전 변환을 검출하기 위한 것이고, 두 개의

특징 추출 모듈에서 각각의 특징들을 추출한다. 상관분석

모듈은 추출된 특징들의 유사성을 판단하여 복사-이동된 영

역의 후보자는 선택한다. 디코딩 모듈은 입력 영상과 같은

크기의 복사-이동 조작 영상의 상세한 정보를 복원하기 위

해 사용되며, 마지막으로 결합 모듈에서 회전 변환과 스케
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그림 2. 제안된 네트워크 구조

Fig. 2. Proposed network architecture

일 변환이 가해진 조작 영상에 대한 복사-이동 영역을 결합

하여 최종적인 검출 결과를 얻는다.

1. 특징 분리 모듈

기존의 CNN은 다양한 크기의 필터를 사용하여 컨볼루션

이 수행되기 때문에 다양한 스케일 특징을 추출할 수 있다.

그러나 회전-불변성은 기본 CNN 구조에서 파생될 수 없기

때문에, CNN 회전 불변성을 만들기 위한 다양한 시도가 있

었다 [27]. 논문에서는 CNN에 회전 불변성을 제공하기 위해

웨이블릿 변환을 사용하여 스케일 특징을 추출하고, 웨이블

릿 계수의 에너지를 이용하여 회전-불변 특징을 추출하는

방법을 제안한다.

어떤 스케일   ⋯에서 주어진 저주파 부밴드

영상 W 입력 영상을 웨이블릿 변환하면 다음과 같다.

W   W   (1)

여기서 는 부밴드 영상 의 웨이블릿 변환이고,

  는 부밴드의 방향을 나타낸다. 는 저

주파 부대역을 나타내고, ,  및 는 각각 수평, 수직

및 대각 방향을 가지는 고주파 부밴드를 나타낸다.  는

입력 영상을 표현한다.

제안된 네트워크에서 사용되는 특징 분리 모듈은 그림 3

과 같이 구성된다. 특징을 분리하기 전 먼저, 입력 영상을

× 크기로 변환한다. 입력 영상에 대하여 Haar 필터

에 기반한 2단계 변환을 통해 두 개의 저주파 부밴드 W

와 W을 생성한다. 저주파 부밴드와 함께 형성된 고주파

부밴드 계수를 이용하여 본 논문에서는 회전-불변 특성을

생성하기 위하여 에너지 특징을 사용한다. 제안된 에너지

특징은 고주파 부밴드 에너지의 평균 제곱근으로 다음과 같

이 정의된다. 즉,

 
 

  
 

   (2)

여기서  는 -단계 웨이블릿 부밴드의  위치

에서의 평균 에너지의 제곱근이다. 그리고   
 ,

 
 , 및   

 는 각각  위치에서 수평, 수

직 및 대각 성분 에너지값을 나타낸다. 회전 변환이 생기더

라도 웨이블릿 부밴드의 전체 에너지는 변하지 않으므로 식

(2)의 에너지 특징은 회전 변환에 강인하게 작용할 수 있다.

그림 3은 특징 분리 모듈을 나타낸다. 웨이블릿 통해 얻어

그림 3. 특징 분리 모듈

Fig. 3. Feature separation module

그림 4. 특징 추출 모듈

Fig. 4. Feature extraction module

낸 두 개의 저주파 부밴드 W 및 W은 스케일이 다른

영상을 얻을 수 있어서, 복사-이동 조작에서 복사 영역의 스

케일 변화의 특징을 추출할 수 있다. 또한, 고주파 부밴드의

에너지 특징은 회전 변환에 강인하다. 이러한 특성을 활용하

여 본 논문에서는 이중 가지를 가지는 네트워크를 구성하여

더욱 강한 복사-이동 조작 검출 결과를 얻고자 한다.

2. 특징 추출 모듈

VGGNet [24]은 적은 학습 파라미터 수와 × 컨볼루션

필터만으로도 강력한 성능을 보여준다. 또한, 기존의 CNN

기반 복사-이동 조작 검출에서 VGG16을 이용한 방법들이

사용되었다 [21, 23, 26]. 본 논문 또한 기존 방법과의 성능

비교를 위해 다양한 백본 네트워크 중 VGG16을 특징 추출

모듈 사용하였다. 본 논문에서는 저주파 부밴드 및 웨이블

릿 에너지를 입력으로 하는 두 개의 특징 추출 모듈을 그림

2와 같이 병렬로 사용한다. 즉, 하나의 VGG16 특징 추출 모

듈에는 웨이블릿 저주파 부밴드 입력 W와 W가 사

용되고, 또 따른 VGG16 특징 추출 모듈에는 E 및 E가

입력으로 사용된다.

그림 4는 특징 추출 모듈의 구성을 나타낸다. 각 모듈은

다섯 개의 층으로 이루어져 있으며 × 크기의 필터,

ReLU 활성화 함수를 교차로 사용하면서 영상의 특징을 넓
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은 영역에서 찾아낸다. 또한, 특징 맵의 크기를 줄이고 파라

미터의 수를 줄이면서 특징을 추출하기 위해 × 크기의

최대 풀링을 이용한다. 모든 층의 구성은 기존의 VGG16 구

조와 비슷하나 마지막 층은 수용 영역의 증가를 위해

atrous convolution [25]을 이용해 특징 맵을 분석한다.

3. 상관분석 모듈

두 가지의 특징 추출 모듈에서 얻어낸 스케일 및 회전 변

환에 강인한 특징 맵은 복사-이동된 영역의 유사도의 점수를

얻기 위해 상관분석 모듈에 입력된다. 특징 추출 모듈에서

추출된 두 개의 특징 맵을 각각  및  벡터로 표현하면,

두 개의 특징 벡터에 대한 상관계수 는 다음과 같다.




 (3)

여기서 는 정규화된 특징 벡터로서 다음과 같이 계산된

다. 즉,

 

  
 (4)

여기서   및  는 는 각각 의 평균 및 표준편

차이다.

그림 5는 제안된 네트워크의 상관분석 모듈을 나타낸다.

상관분석 모듈은 BusterNet [21]의 구성과 유사하지만 각

채널의 집중하는 CAM (channel attention module) [28]을

사용하는 대신 조작된 화소 위치에 집중하기 위하여 특징

맵 내의 특정 화소에 중요한 정보가 있는지 집중하는 모듈

인 SAM (spatial attention module) [28]을 이용하였다. 복

사-이동 조작된 영역의 화소 간의 유사 점수를 파악하기 위

해 BusterNet [21]에서 이용한 피어슨 상관계수에 의한 자

기 상관도 방법을 이용한다. 유사 점수를 내림차순으로 정

렬하고 필요한 정보를 추출하는 percentile pooling을 이용하

여 유사 점수가 높은 상위 100개의 특징 맵을 추출한다. 마

지막으로 층이 깊어지면서 발생할 문제를 대비하기 위해 배

치 정규화를 진행한다.

4. 디코딩 모듈

입력 영상이 특징 추출 모듈과 상관분석 모듈을 거치며

× 크기의 낮은 해상도를 가진 복사-이동 조작된 영역

에 대한 대략적인 정보를 가진 특징 맵이 생성된다. 입력

영상과 같은 크기의 복사-이동 조작 영상의 상세한 정보를

가진 특징 맵으로 복원하기 위해 디코딩 모듈을 적용한다.

그림 6은 디코딩 모듈을 나타낸다.

영상은 다양한 보간법에 따라 확대될 수 있다. 본 논문에

서는 쌍선형 보간법을 이용해 16배의 확대 과정을 거친다.

기존의 방법 [21]과 같이 BN-Incception을 모든 확대 과정에

사용하는 작은 적은 영역에 있는 오류를 확대시키는 경향이

있다. 따라서 본 논문에서는 전체의 확대 과정이 아니라

×과 × 크기의 확대 과정에만 BN-Inception을

그림 5. 상관분석 모듈

Fig. 5. Correlation module

그림 6. 디코딩 모듈

Fig. 6. Decoding module

그림 7. 결합 모듈

Fig. 7. Combination module

적용하였다. 이러한 방법은 제대로 검출된 영역이 확대 과

정에서 다소 부정확할 수 있지만, 마지막의 결합 모듈에서

개선될 수 있으므로 제안된 디코딩 모듈에서 쌍선형 보간법

을 더 많이 사용하였다.

5. 결합 모듈

지금까지의 과정으로 저주파 부밴드를 사용한 스케일 특

징과 고주파 에너지를 이용한 회전-불변 특징을 이용하여

복사-이동 조작된 영상의 특징 맵 두 개를 생성하였다. 각

각의 가지들은 서로 다른 특징으로 학습되었기 때문에 두

맵을 결합함으로써 두 가지 특징의 장점을 가진 맵을 만들

수 있다.

그림 7은 이를 위한 모듈의 구성을 나타낸다. 그림 7에서

보는 바와 같이, 각 특징 맵의 화소 정보를 유지하고 채널

의 수를 줄이기 위해 × 필터 한 개로 연산을 진행한다.

생성된 각 특징은 화소 단위의 softmax을 통해 각 가중치를

정한다. 디코딩 모듈에서 얻어낸 특징 맵에 가중치를 화소

별로 곱해준 후 BN-Inception을 적용하여 최종적인 복사-

이동 영역 이진 맵을 생성한다.

6. 손실 함수

본 논문에서는 학습을 위한 손실 함수로 이진 교차 엔트

로피를 다음과 같이 사용한다.
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여기서 은 손실 값, 은 학습 영상의 개수, 
는 번째

실제 영상 그리고 는 번째 결과 영상이다.

Ⅲ. 실험 및 결과

1. 실험 데이터

본 실험에서는 기존의 기계학습 기반 복사-이동 조작 검

출 방법 [21, 23, 26]에서 사용되었던 것과 마찬가지로

100,000장의 테스트 영상 (조작 및 원본 각 100,000장씩)을

사용하였다. 이 영상들은 8: 1: 1의 비율로 나누어져 각각

훈련, 검증, 및 테스트에 사용되었다.

2. 실험 환경 및 세부 사항

본 실험은 학습 및 훈련을 TensorFlow v2.4.0 환경에서

진행하였다. 최적화 기법으로는 0.001의 학습률 (learning

rate)을 가진 Adam (adaptive moment estimation)을 사용하

였다. 배치 크기는 16, 에포크는 100회로 설정하였다. 또한,

제안 방법의 정확한 성능 평가를 위하여 교차 검증을 10회

실시하였다. 학습 환경은 Intel i7-11700K @ 3.60 GHz

CPU, NVIDIA GeForce RTX 3080 Ti 12GB GPU, 64GB

RAM, Windows 10 OS 기기를 사용하였다.

3. 성능 평가

검출 성능 평가 지표로써 화소 단위에서 Precision,

Recall 및 F1-score를 사용하였다. 평가 지표를 계산하기 위

한 TP, FP 및 FN은 각각 실제 정답을 정답이라 예측한 횟

수, 실제 오답을 정답이라 예측한 횟수 그리고 실제 정답을

오답이라 예측한 횟수를 말한다. Precision은 예측 결과 정

답 중 실제 정답의 비율, Recall은 실제 정답 중 예측 결과

가 정답인 비율이며, F1-Score는 Precision과 Recall의 조화

평균이다. 위의 세 가지 성능 평가 지표는 다음과 같다.

Precision 

  (6)

Recall 

  (7)

FPrecisionRecall

Precision∙Recall
 (8)

4. 실험 결과

제안된 복사-이동 검출 네트워크의 성능을 평가하기 위

하여 회전 변환이 없는 테스트 영상 집합, 회전 변환이 있

는 영상 집합을 구분하여 결과를 도출하였다. 성능 비교를

위해 세 가지의 SIFT 기반 방법들 즉, SIFT+FM (SIFT

and feature matching) [13], SIFT+Seg (SIFT and adaptive

segmentation) [16] 및 SIFT+RLBP (SIFT and reduced

local binary pattern) [17]을 비교하였다. 또한, BusterNet

Method Precision Recall F1-Score

SIFT+FM [13] 0.105 0.040 0.054

SIFT+Seg [16] 0.249 0.028 0.045

SIFT+RLBP [17] 0.426 0.358 0.370

BusterNet [21] 0.608 0.508 0.511

SeNet [23] 0.725 0.655 0.657

RIWCNN [26] 0.494 0.609 0.507

Proposed 0.534 0.576 0.531

표 1. 회전 변환이 없는 테스트 영상 집합에 대한 복사-이동

조작 검출 성능 비교

Table 1. Performance comparison of copy-move forgery

detection for test images without rotation attack

Method Precision Recall F1-Score

SIFT+FM [13] 0.119 0.049 0.067

SIFT+Seg [16] 0.346 0.073 0.108

SIFT+RLBP [17] 0.359 0.321 0.326

BusterNet [21] 0.467 0.481 0.420

SeNet [23] 0.495 0.421 0.412

RIWCNN [26] 0.791 0.770 0.765

Proposed 0.817 0.802 0.801

표 2. 회전 변환이 있는 테스트 영상 집합에 대한 복사-이동

조작 검출 성능 비교

Table 2. Performance comparison of copy-move forgery

detection for test images with rotation attack

Method Precision Recall F1-Score

SIFT+FM [13] 0.112 0.045 0.061

SIFT+Seg [16] 0.302 0.053 0.079

SIFT+RLBP [17] 0.389 0.338 0.346

BusterNet [21] 0.531 0.493 0.461

SeNet [23] 0.599 0.527 0.522

RIWCNN [26] 0.657 0.697 0.648

Proposed 0.689 0.700 0.679

표 3. 모든 테스트 영상 집합에 대한 복사-이동 조작 검출 성능 비교

Table 3. Performance comparison of copy-move forgery

detection for all test images

[21], SeNet (serialized network) [23]과 RIWCNN (rotation

invariant wavelet CNN) [26] 등의 세 가지 기계학습 기반

방법의 결과를 비교하였다.

표 1은 회전 변환이 없는 조작 영상에 대한 성능 평가 지

표를 나타낸다. 표 1에서 볼 수 있는 바와 같이, SIFT 기반

방법들은 F1-Score가 모두 0.4 이하로 대체로 낮은 성능을

보인다. SeNet이 가장 높은 F1-Score 0.657을 도출하고 있

고, 제안 방법은 두 번째로 높은 F1-Score 0.531을 가진다.

결론적으로 SeNet은 회전 변화인 없는 조작 영상의 검출에

대하여 제안 방법보다 우수한 결과를 보임을 알 수 있다.

그림 8은 회전 변환이 없는 조작 영상의 검출 결과의 예를

나타낸다.

표 2는 회전과 스케일 변환이 동시에 있는 조작 영상에

대한 검출 결과를 나타낸다. 표 2에서 보는 바와 같이, 회전
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그림 8. 회전 변환이 없는 테스트 영상에 대한 복사-이동 조작 영역 검출 결과

Fig. 8. Copy-move forgery localization results for test images without rotation attack

변환이 없는 경우 0.657의 F1-Score를 가졌던 SeNet은 회

전 변환이 있는 경우 F1-Score가 0.412로 매우 감소하였다.

반면에, 회전 불변성을 고려한 RIWCNN 및 제안 방법은

F1-Score가 각각 0.507 및 0.531에서 0.765 및 0.801로 상당

히 증가하였다. SIFT 기반의 세 가지 검출 방법은 회전 변

환이 있는 경우 모두 F1-Score가 감소하였음을 알 수 있다.

따라서 복사-이동 조작 검출에 대하여 회전 변환에 강인한

특징을 사용한 방법들은 회전 변환에 상당히 강인한 결과를

보인다는 것을 알 수 있다. 회전 불변에 대한 고려의 반대

급부로 스케일 변환만 있을 때, 성능이 떨어지는 단점이 있

지만, 일반적으로 복사-이동 조작을 할 경우 회전 변환을

많이 사용하기 때문에, 회전 불변성을 고려하는 것이 전체

적인 검출 성능을 높이는데 효과적이라 할 수 있다. 그림 9

는 회전 변환과 스케일 변환 조작이 동시에 가해진 경우의

조작 영상에 대한 검출 결과의 예를 나타낸다.

표 3은 전체 테스트 영상에 대한 검출 성능을 종합한 것

이다. 표 3에서 볼 수 있는 바와 같이, 제안 방법의

F1-Score가 0.679로 가장 높으며, RIWCNN과 SeNet이 각

각 0.648 및 0.522로 두 번째 및 세 번째로 높은 F1-Score를

가진다. 또한, 제안 방법의 성능은 예측 결과 정답 중 실제

정답의 비율을 표현하는 Precision이 0.689이고, 실제 정답

중 예측 결과가 정답인 비율을 나타내는 Recall 값이 0.700

이기 때문에, 다른 모든 방법들에 비하여 좋은 Precision 및

Recall의 균형을 이루고 있다.

Ⅳ. 결 론

본 논문에서는 이중 브랜치를 가지는 CNN을 이용한 복

사-이동 조작 검출 방법을 제안하였다. 복사-이동 조작을

할 때 회전 또는 스케일 변환이 일반적으로 동시에 이루어

지기 때문에, 기존의 CNN은 조작을 검출하기에 효과적이지

않다. 따라서 제안 방법은 웨이블릿 계수를 회전에 불변한

부밴드와 스케일 변환에 불변한 특징으로 나누었다. 각각의

특징들을 동일한 구조를 갖는 서로 다른 브랜치에 입력하여,

결합 모듈에서 융합하였다. 각 브랜치는 특징 추출, 상관분

석, 디코딩 모듈로 구성되며, 각 브랜치의 최종 디코딩 모듈
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그림 9. 회전 변환이 있는 테스트 영상에 대한 복사-이동 조작 영역 검출 결과

Fig. 9. Copy-move forgery localization results for test images with rotation attack

의 결과는 결합 모듈에서 융합된다. 융합된 결과로부터 복

사-이동 조작된 영역을 추출하였다. 제안 방법의 성능을 평

가하기 위하여 기존의 복사-이동 검출 방법들과 비교를 수

행하였다. 실험 결과 제안된 네트워크는 회전 변환이 없는

조작 영상에 대하여 두 번째로 높은 F1-Score를 얻었고, 회

전 변환이 가해진 조작 영상에 대해서는 가장 높은 성능을

보였다. 종합적으로 전체 테스트 영상에 대하여 가장 높은

Precision, Recall 및 F1-Score 값을 얻었다.
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Ⅰ. 서 론

객체 탐지 (Object Detection)혹은 검출은 그림 1과 같이

복수 객체의 위치를 찾고 이를 분류 (Classification)하는 과

업이다. 과거의 객체 탐지 기법은 대부분 합성곱 신경망을

사용하여 격자형 데이터인 이미지의 특성을 반영하였다. 따

라서 귀납적 편향 (Inductive Bias)이 강하다.

대표적인 합성곱 신경망 기반 객체 탐지 방식은 2-Stage

와 1-Stage 방식이 있다. Faster R-CNN [1]과 같은 2-Stag

e 방식은 영역 제안 (Region Proposal)과 객체 분류를 따로

진행한다. 특히, 객체 탐지 과업은 실시간성이 필요한 자율

주행, 지능형 공장 등에 사용되기 때문에 실시간성 또한 중

요한 요소이다. 따라서 영역 제안과 객체 분류를 결합하여

한 번에 진행하는 YOLO [2]와 같은 1-Stage 방식이 제안

되었다. 1-Stage 방식은 속도가 빠르지만 2-Stage 방식보다

상대적으로 정확성이 낮은 단점이 있다.

하지만, 합성곱 신경망을 사용한 방식들은 구조적으로 지

역성 (Locality)에 대한 귀납적 편향이 높은 문제가 존재하

였다. 이미지의 지역성처럼 귀납적 편향이란 모델을 학습시

키기 위해 가정하는 데이터 특성을 의미한다. 귀납적 편향

을 활용하여 이미지 분야에서 좋은 성능을 보여준 합성곱

그림 1. 원본 이미지와 객체 탐지 결과

Fig. 1. Original Image and the Result of Object Detection

신경망은 구조적으로 지역성에 대한 유도 편향 (Deductive

Bias)이 존재하기 때문에 강한 폐색 (Occlusion)이나 극심한

조명 조건에서 성능이 감소하는 문제가 존재한다. 이를 극

복하기 위해 최근에는 귀납적 편향을 최소화하여 성능의 한

계를 높인 트랜스포머 기반 모델이 대두되고 있다 [3-5].

본 논문은 객체 탐지 분야에서 트랜스포머 기반 모델의

구조와 특장점을 파악하고, 인식과 실시간 성능을 포괄적으

로 비교 분석하였다.

기존 트랜스포머 모델 분류 [3]는 과업에 따른 분류 방법

과 다르게 본 논문에서는 그림 2와 같이 객체 탐지 특화된

트랜스포머 모델의 구조적 특징 분류를 제시하였으며. 기본

트랜스포머 (Standard Transformer), with Key Points Atte

ntion, Adding Attention with Coordinates와 같이 구조적인

특징으로 분류하고, 각 분류별 특장점들을 분석하였다.

정량적 지표로는 객체 탐지 분야에서 객체 인식 정확도

를 측정하기 위해 널리 사용되는 mAP (Mean Average Pre

cision)를 사용하였다. 또한 각 모델의 FPS (Frame Per Sec
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그림 2. 트랜스포머 기반 객체 탐지 모델 분류

Fig. 2. Taxonomy of Transformer based Object detection models

그림 3. 기본 트랜스포머의 구조

Fig. 3. Model Architecture of Basic Transformer

ond)를 통해 실시간 객체 탐지 사용 가능성을 확인했다.

본 논문은 인식 성능을 비교하기 위해 대표적인 객체 인

식 공개 데이터인 MS-COCO (MicroSoft-Common Object i

n COntext) [10]와 Pascal VOC [11]를 사용하였다. 또한 같

은 실험 환경 조건을 활용하여 정량적 성능을 측정하였다.

그 결과 대부분 모델이 탐지 정확도 측면에서 높은 성능

을 보였지만, 실시간성을 보장하기 어려운 경향을 확인할

수 있었다.

Ⅱ. 모델 설명

본 논문에 사용된 모델들은 트랜스포머 기반 객체 탐지

모델이다. 일반적인 트랜스포머는 어텐션 (Attention) [12] 기

반으로 모델이 확장되는 구조이다. 어텐션은 문장 전체에서

핵심 부분을 추상화하며 특징을 학습하기 위해 개발되었다.

트랜스포머는 어텐션을 사용해 전체 문장의 문맥을 잘 파

악하여 자연어 처리 분야에서 좋은 성능을 내었다. 그래서 N

LP (Natural Language Processing) 분야에서 최근 개발된

모델들은 대부분 트랜스포머 구조로 되어 있다 [13, 14].

NLP 분야 이외에 최근 트랜스포머 구조가 이미지 분야

에서 처음으로 사용된 모델이 ViT (Vision Transformer)

[4]이다. ViT는 그림 3의 트랜스포머 구조를 이미지 분류

과업에 적용해 좋은 성능을 보여준 모델이다. ViT에서는 이

미지를 작은 패치들로 나누어 서열 형태로 처리하는 방법을

제시하였다. ViT는 컴퓨터 비전 분야에서 트랜스포머 구조

가 사용될 수 있다는 가능성을 제시했으며 이후 개발된 비

전 트랜스포머 모델들에게 큰 영향을 주었다 [3, 5, 6].

본 논문에서 사용한 모델들은 기본 트랜스포머를 사용하

는 Standard Transformers, 여러 해상도의 특징맵 (Feature

Map)에서 특징 핵심점들 (Key Points)만 어텐션을 적용한

Transformers with Key Points Attention, 객체의 위치를

임베딩하여 학습에 사용하는 Transformer Adding Attentio

n with Coordinates로 분류하였다.

1. 기본 트랜스포머 (Standard Transformers)

기본 트랜스포머는 인코더만 사용하는 모델과 인코더와

디코더 모두를 사용하는 모델이 있다. 두 방법 모두 ViT의

기본 인코더에 기반하고 있어 ViT처럼 이미지 전체에 대한

문맥을 잘 파악할 수 있다는 장점이 있다.

1.1. DETR (DEtection TRansformer)1) [5]

DETR은 자연어 처리 분야의 트랜스포머 구조를 객체

탐지 과업에 특화하여 기존의 합성곱 모델들보다 좋은 성능

을 보여준 대표적인 모델이다. 또한, 객체 탐지 과업에서 합

성곱 신경망이 주를 이룬 패러다임 (Paradigm)을 바꾼 초기

모델로 이후 DETR로부터 파생된 Deformable DETR [7], S

parse DETR [8], Conditional DETR [9]과 같은 객체 탐지

모델들이 연구 개발되었다.

DETR의 큰 특징은 그림 4에서 보이듯 객체 쿼리들 (Ob

ject Queries)로 객체를 탐지하는 것이다. 하나의 객체 쿼리

에 하나의 객체가 이분 매칭 (Bipartite Matching)되어 학습

하게 된다. 이미지 추론 시에는 하나의 객체 쿼리가 하나의

객체를 탐지하게 된다. 이분 매칭 기법을 통해 기존에 합성

곱 신경망 모델에서 사용되었던 Anchor Box와 NMS (Non

Maximum Suppression)를 대체하여 연산량을 줄였다.

그리고 별도의 ‘객체 없음’ 클래스를 생성하여 객체 쿼리

의 개수를 충분히 크게 설정한다. 하지만 이런 방식은 객체

쿼리가 ‘객체 없음’ 클래스에 연결되는 비율을 증가시켜 클

래스 불균형을 발생시킨다. 따라서 객체 쿼리가 ‘객체 없음’

에 연결되면 역전파되는 값에 0.1을 곱하는 방법으로 클래

스 불균형을 해소한다.

1) https://github.com/facebookresearch/detr
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그림 4. DETR의 구조

Fig. 4. Overview of DETR

그림 5. YOLOS의 구조

Fig. 5. Overview of YOLOS

1.2. YOLOS (You Only Look One Sequence)2) [6]

트랜스포머는 자연어 처리 분야에서 지식 전달을 목적으

로 개발되었다. 자연어 처리 분야에서는 방대한 말뭉치에서

사전학습 (Pretraining)한 트랜스포머 모델을 사용하고자 하

는 과업에 맞춰 미세조정 (fine-tuning)을 수행한다. 그리고

이미지 분류 분야에서도 방대한 이미지 데이터를 통해 학습

한 ViT를 과업 전이하여 사용한다.

그러나 객체 탐지 과업은 이미지 분류보다 어려운 과업

이며, 트랜스포머 기반의 객체 탐지 모델인 DETR은 ViT와

다른 구조를 갖는다. 따라서 ViT의 구조를 그대로 가져오며

ViT가 학습한 지식을 이용해서 객체 탐지를 할 수 있는지

가능성을 확인하기 위해 YOLOS가 제안되었다.

YOLOS는 ViT 구조를 객체 탐지 과업으로 확장한 모델

이다. 따라서 그림 5에서 보이는 것과 같이 ViT에서 사용한

트랜스포머 인코더를 사용했다. ViT에서 분류 예측을 위해

사용한 [CLS] 토큰을 없애고 DETR의 객체 쿼리의 역할을

하는 [DET] 토큰을 생성하여 트랜스포머 인코더의 입력으

로 넣어준다. 트랜스포머 인코더를 통과한 [DET] 토큰들을

각자 하나의 객체에 연결해주어 학습을 진행한다. 그 결과

ViT의 지식을 활용하여 성공적으로 객체 탐지를 할 수 있

다는 것을 확인하였다.

2. Transformers with Key Points Attention

Key Points Attention은 어텐션을 계산할 때 여러 해상도

의 특징맵에서 몇 개의 핵심 특징점들로 어텐션 연산을 하는

것이다. 이런 방법은 초기 어텐션 가중치가 고르게 분포하는

것을 방지하여 학습 수렴 속도가 향상하는 장점이 있다.

2.1. Deformable DETR3)

DETR의 단점은 처음에 어텐션 가중치들 (Attention Wei

2) https://github.com/hustvl/YOLOS

3) https://github.com/fundamentalvision/Deformable-DETR

그림 6. Deformable DETR의 구조

Fig. 6. Overview of Deformable DETR

그림 7. Sparse DETR의 구조

Fig. 7. Overview of Sparse DETR

ghts)이 모든 픽셀의 평균값을 갖고 진행되기 때문에 학습

의 수렴 속도가 느리다는 것이다. 또한 단일 해상도 특징

맵을 사용하기 때문에 작은 물체에 대한 탐지 성능이 좋지

않다. Deformable DETR은 이런 문제를 해결하기 위해 Mul

ti Scale Deformable Attention을 제안했다.

Multi Scale Deformable Attention은 백본망을 통해 여

러 해상도의 특징맵을 추출한다. 추출된 특징맵들에서 몇

개의 핵심점들을 선택한다. 그 후 그림 6과 같이 선택된 핵

심점들을 사용해서 어텐션 연산을 수행한다.

여러 해상도에서 어텐션을 연산하기 때문에 연산량이 증

가하는 단점이 있다. 그러나 학습 초기에 어텐션 가중치 값

이 고르게 분포하는 것을 방지해 학습 수렴 속도를 높였다.

또한 여러 해상도의 특징맵에서 객체에 대한 정보를 활용해

작은 물체에 대한 탐지 능력이 향상되는 경향을 보였다.

2.2. Sparse DETR4)

기존의 DETR 계열의 객체 탐지 모델들은 객체 쿼리를

사용하여 객체를 탐지했다. 그러나 이 과정에서 각 객체 쿼

리들이 객체 탐지를 위해 더 비중 있게 참조하는 패치 토큰

이 존재함을 발견했다. 또한 객체 쿼리가 참조하지 않는 패

치 토큰을 제외하고 학습시켰을 때 전체 패치 토큰을 사용

하여 학습했을 때와 성능 차이가 나지 않음을 확인하였다.

Sparse DETR에서는 인코더의 패치 토큰 중 어느 토큰

4) https://github.com/kakaobrain/sparse-detr
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Dataset Classes
Train Data Validation Data Test Data

Images Instances Images Instances Images

MS-COCO 80 118,287 860,001 5,000 36,781 40,670

Pascal VOC 20 8,218 23,618 8,333 23,605 15,943

표 1. 실험에 사용된 데이터집합의 상세 정보

Table 1. Details of used Datasets in Experiments

그림 8. Conditional DETR의 구조

Fig. 8. Overview of Conditional DETR

을 디코더에서 참조하여 학습에 사용할지 판단하는 Scoring

Network를 사용하였다. 패치 토큰에 대한 참조 점수를 구하

고 전체 패치 중 비율을 통해 참조 점수가 높은 상위 토큰

들을 결정한 후 선택된 토큰만 사용하여 탐지하는 방법을

제안했다. 또한 학습 시 그림 7과 같이 만들어지는 어텐션

맵들을 더해서 학습에 영향을 주는 패치들을 나타내는 DA

M (Decoder cross-Attention Map)을 생성한다. 이후 Scorin

g Network에서 생성한 참조 점수들과 BCE (Binary Cross

Entropy) 손실함수를 사용해 Scoring Network를 학습한다.

그 결과 일부 패치만을 사용하기 때문에 기본 DETR보

다 10배 빠른 학습 수렴 속도와 성능 향상을 보여주었다.

3. Transformers Adding Attention with Coordinates

Add Coordinates는 객체의 좌표를 임베딩하여 어텐션의

입력에 더해주는 것이다. 좌표 정보를 더해주면 정확한 바

운딩 박스 영역을 예측하여 객체를 탐지하며 학습 수렴 속

도가 향상하는 장점이 있다.

3.1. Conditional DETR5)

DETR은 학습이 느리게 수렴하는 문제점이 있다. 이는

처음 어텐션 맵의 값이 모두 비슷하게 계산되어 특정 부분

에 집중하도록 학습되기까지 오래 걸리기 때문이다. 따라서

Deformable DETR에서는 어텐션 맵을 계산할 때 특정 핵심

점들을 이용했고 Sparse DETR은 참조하는 패치를 선택적

으로 결정했다. 그러나 Conditional DETR은 객체가 존재할

수 있는 Anchor Points를 이용하는 방법을 사용했다.

객체 좌표를 전달하기 위해 그림 8과 같은 구조를 사용

했다. 먼저, 객체 쿼리를 통해 학습 가능한 Anchor Points를

생성한다. 또한 이전 디코더를 통해 생성된 출력값을 완전

5) https://github.com/Atten4Vis/ConditionalDETR

연결층을 이용하여 임베딩한 후 Anchor Points와 곱해준다.

이렇게 생성된 좌표 임베딩 값은 트랜스포머에서 Cross Att

ention을 계산할 때 입력에 더해준다.객체의 좌푯값을 전달

하는 방법을 통해 기존의 DETR보다 학습 수렴 속도를 약

6.7배 빠르게 향상했다. 또한 객체의 위치에 대한 정보를 제

공해 탐지 성능이 향상했다.

Ⅲ. 데이터 집합

1. MS-COCO

MS-COCO는 객체 탐지 과업에서 널리 사용되는 벤치마

크 (Benchmark) 데이터집합이다. 총 80개의 분류가 있으며,

사람, 버스, 자전거와 같은 일상에서 흔히 볼 수 있는 객체

들을 포함하고 있다.

표 1과 같이 MS-COCO의 학습 이미지는 118,287개이며

검증 이미지와 테스트 이미지는 각각 5,000개, 40,670개이다.

2. Pascal VOC

Pascal VOC는 객체 탐지 과업의 벤치마크 데이터 집합이

며 20개의 분류가 있다. 데이터는 2007년 제공된 2501개의 학

습 이미지, 2510개의 검증 이미지, 4952개의 테스트 이미지와

2012년에 제공된 5717개의 학습 이미지, 5823개의 검증 이미

지, 10,991개의 테스트 이미지가 있다.

본 논문에서는 2007년과 2012년의 학습 이미지를 합쳐 학

습을 진행했다. 또한 테스트 이미지에 대한 주석이 없기 때문

에 2007년과 2012년 검증 이미지를 통해 검증을 진행했다.

Ⅳ. 평가 지표

1. mAP (mean Average Precision)

본 논문에서는 모델의 평가 지표로 객체 탐지 과업에서

널리 사용되는 mAP를 사용하였다. mAP는 각 클래스의 AP

값들의 평균을 낸 값을 의미한다. 모델의 성능을 평가할 때

정밀도 (Precision)와 재현율 (Recall)을 이용한다. 한 클래스

의 정밀도는


, 재현율은


를 통해 구한다.

객체를 탐지할 때 검출이 되었으면 Positive, 검출되지

않았으면 Negative로 구분한다. 또한 정답값과 검출 결과와
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Metric

Model
mAP mAP_50 mAP_75 mAP_s mAP_m mAP_l FPS

DETR 0.421 0.623 0.442 0.214 0.460 0.611 29.1

YOLOS-Tiny 0.289 0.474 0.293 0.100 0.296 0.460 124.8

YOLOS-Small 0.361 0.565 0.371 0.154 0.386 0.562 11.9

YOLOS-Small (dwr) 0.375 0.575 0.391 0.158 0.401 0.573 13.5

YOLOS-Base 0.420 0.622 0.445 0.195 0.453 0.622 4.96

Deformable DETR (Single Scale) 0.394 0.597 0.422 0.207 0.429 0.558 27.0

Deformable DETR (Single Scale dc5) 0.414 0.618 0.449 0.237 0.453 0.560 23.1

Deformable DETR (base) 0.445 0.635 0.487 0.268 0.477 0.595 18.5

Deformable DETR (Refine) 0.463 0.650 0.501 0.285 0.492 0.615 18.0

Deformable DETR (Refine Two-Stage) 0.469 0.657 0.511 0.296 0.503 0.616 17.2

Sparse DETR (Swin Transformer ρ=10%) 0.483 0.693 0.525 0.300 0.514 0.642 18.0

Sparse DETR (Swin Transformer ρ=20%) 0.488 0.693 0.530 0.308 0.519 0.646 17.6

Sparse DETR (Swin Transformer ρ=30%) 0.492 0.695 0.535 0.313 0.526 0.651 17.0

Sparse DETR (RetinaNet ρ=10%) 0.455 0.659 0.464 0.286 0.482 0.601 18.2

Sparse DETR (RetinaNet ρ=20%) 0.457 0.658 0.496 0.287 0.486 0.604 17.7

Sparse DETR (RetinaNet ρ=30%) 0.461 0.661 0.498 0.291 0.492 0.608 17.3

Conditional DETR 0.409 0.619 0.434 0.207 0.442 0.595 26.0

Conditional DETR (dc5) 0.437 0.644 0.467 0.238 0.476 0.602 12.9

Average 0.430 0.630 0.460 0.241 0.460 0.600 24.0

표 2. COCO 검증 데이터집합에서 실험 결과

Table 2. Experimental Results on COCO Dataset

같으면 True, 다르다면 False로 구분한다. 모델이 객체를 제

대로 검출하면 TP (True Positive), 모델이 객체를 오검출했

을 때 FP (False Positive), 모델이 검출했어야 하는 객체를

검출하지 못했을 때 FN (False Negative)이라고 한다.

재현율과 정밀도는 일반적으로 반비례 관계를 갖는다. 그

래서 모델의 전체적인 성능 분석을 위해 x축을 재현율, y축

을 정밀도로 설정한 PR (Precision-Recall) 곡선을 사용한다.

2. FPS (Frame Per Second)

FPS는 초당 프레임 (Frame)을 얼마나 처리할 수 있는지

나타내는 지표로 모델의 추론 시간을 정량적으로 나타낼 때

사용하는 평가 지표이다. 객체 탐지는 실시간에서 사용되는

경우가 많으므로 모델의 정확성과 더불어 중요한 지표이다.

Ⅴ. 실험 결과

실험에서 사용한 데이터 집합은 COCO 데이터 집합과 Pas

cal VOC 데이터 집합이며 GPU는 NVIDIA RTX A6000 1개

를 사용하여 성능을 측정하였다. 표 2의 결과를 보면 모델의

용량이 커짐에 따라 객체의 특징을 더 잘 학습하기 때문에 m

AP가 증가했다. 그러나 모델의 용량이 증가하면 연산량 또한

증가하기 때문에 FPS는 낮아짐을 확인하였다.

각 모델은 성능이 수렴할 때까지 학습을 진행하였기 때문

에 모델마다 학습한 에폭 (epoch)이 다르다. 또한 백본망을

사용하는 모델들은 공통적으로 ResNet50 [15]을 사용했다.

이를 통해 mAP와 FPS가 상충관계에 있다는 것을 알 수

있다. 모델의 용량이 커지면 모델의 일반화 성능이 좋아지지

만 연산량이 증가하여 FPS는 감소하기 때문이다. 이를 통해

트랜스포머 구조를 사용한 객체 탐지 모델들의 mAP와 FPS

성능 사이에 상충 관계가 있음을 알 수 있다. 따라서 효율적

인 성능을 찾기 위해 최적의 mAP와 FPS를 갖는 모델의 용

량을 찾는 것이 중요하다.

1. COCO 데이터 집합

DETR은 DETR 계열 모델의 기본이 되는 모델이기 때

문에 성능은 표 2의 평균에 비해 높지 않은 것을 볼 수 있

다. 그러나 성능을 높이기 위해 추가적인 모듈 (Module)을

더한 다른 모델들과 비교했을 때 FPS가 높게 측정된 것을

확인할 수 있었다.

표 2의 YOLOS 모델들 중 Tiny 모델의 FPS가 124.8로

가장 높게 측정되었다. 이는 YOLOS-Tiny가 ViT Tiny모델

에 [DET]토큰만 추가한 모델이기 때문에 연산량이 크지 않

아 나타난 결과이다. 그러나 Small, Smal l(dwr), Base 모델

은 연산량이 많이 늘어나기 때문에 FPS가 급격히 감소하는

것을 확인할 수 있다.

또한 Small 모델에는 Depth, Width, Resolution을 조절하

는 최적화 기법을 적용했다 [16]. 그 결과 Small (dwr) 모델

의 성능이 Small 모델보다 mAP가 0.014 향상되었다.

Deformable DETR에서는 Deformable Attention을 사용해

기본 DETR보다 성능을 향상했다. 이를 통해 다양한 해상도

를 사용하는 것이 성능 향상에 중요한 요소라는 것을 확인할
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Metric

Model
mAP mAP_50 mAP_75 mAP_s mAP_m mAP_l FPS

DETR 0.470 0.725 0.496 0.058 0.315 0.621 30.3

YOLOS-Tiny 0.260 0.460 0.259 0.007 0.075 0.387 141.2

YOLOS-Small 0.383 0.608 0.396 0.027 0.165 0.531 12.0

YOLOS-Small (dwr) 0.385 0.608 0.398 0.033 0.179 0.532 18.9

YOLOS-Base 0.424 0.662 0.445 0.049 0.220 0.585 5.7

Deformable DETR (Single Scale) 0.558 0.802 0.614 0.192 0.438 0.668 29.0

Deformable DETR (Single Scale dc5) 0.569 0.810 0.629 0.225 0.452 0.671 14.8

Deformable DETR (base) 0.586 0.814 0.653 0.228 0.469 0.693 18.7

Deformable DETR (Refine) 0.603 0.824 0.665 0.240 0.474 0.707 24.4

Deformable DETR (Refine Two-Stage) 0.605 0.830 0.669 0.252 0.482 0.713 22.8

Sparse DETR (Swin Transformer ρ=10%) 0.520 0.788 0.562 0.154 0.377 0.629 20.5

Sparse DETR (Swin Transformer ρ=20%) 0.529 0.794 0.570 0.159 0.377 0.637 20.5

Sparse DETR (Swin Transformer ρ=30%) 0.533 0.796 0.578 0.173 0.384 0.638 19.7

Sparse DETR (RetinaNet ρ=10%) 0.587 0.825 0.647 0.256 0.476 0.691 23.4

Sparse DETR (RetinaNet ρ=20%) 0.589 0.828 0.655 0.250 0.474 0.693 23.1

Sparse DETR (RetinaNet ρ=30%) 0.590 0.831 0.648 0.257 0.481 0.697 22.8

Conditional DETR 0.562 0.795 0.617 0.154 0.409 0.682 28.0

Conditional DETR (dc5) 0.579 0.802 0.634 0.186 0.426 0.692 14.9

Average 0.540 0.756 0.563 0.161 0.370 0.637 27.3

표 3. Pascal VOC 검증 데이터집합에서 실험 결과

Table 3. Experimental Results on Pascal VOC Dataset

수 있다. 그러나 여러 해상도에서 어텐션을 진행하기 때문에

기본 어텐션보다 연산량이 증가하여 FPS가 낮게 측정된다.

Deformable DETR은 이전 디코더 층에서 예측한 바운딩

박스를 앵커박스 (Anchor Box)로 사용하는 Iterative Refine

ment 방법을 사용하여 성능을 향상했다. 또한 인코더에서

영역 제안을 사용하는 Two-Stage Deformable DETR을 통

해 성능을 향상했다.

Sparse DETR은 임베딩된 패치 중 객체 쿼리에서 주로

참조하는 이미지 패치만을 사용해 Deformable DETR에서

성능을 향상했다. 그 중 Swin Transformer [17]를 백본망으

로 사용하고 상위 30%의 패치만 참조하는 모델이 mAP 0.4

92로 전체 모델 중 가장 좋은 성능을 보였다. 또한 백본망

으로 Swin Transformer를 사용하는 모델들이 백본망으로

RetinalNet을 사용하는 모델들보다 좋은 성능을 보였다. 이

는 Swin Transformer가 RetinaNet [18]보다 이미지의 특징

을 추출하는 백본망의 역할을 잘 수행하는 것을 의미한다.

또한 이미지의 패치 중 일부 패치만을 참조하여 Deformable

DETR에 비해 연산량을 감소시켰다.

표 2에서 전체적으로 참조하는 패치의 개수가 많아질수

록 FPS가 감소하는 경향을 보였다. 이는 사용하는 패치의

개수가 많아지는 만큼 연산량이 증가하기 때문에 나타나는

결과이다.

Conditional DETR은 객체의 좌표에 대한 정보를 제공하

여 기본 DETR보다 성능이 향상되었다. 그러나 좌표에 대한

정보만 추가로 제공해주기 때문에 FPS는 기본 DETR과 비슷

하게 측정되었다. 또한, IoU (Intersection over Union)가 0.5

이상, 0.75 이상인 객체에 대한 성능을 측정하는 mAP_50과

mAP_75의 성능도 차이가 없었다.

2. Pascal VOC 데이터 집합

표 3의 결과를 보면 대체로 성능이 높게 나온 것을 볼 수

있으며 FPS또한 높게 측정된 것을 확인할 수 있다.

Pascal VOC는 한 이미지 안에 많은 객체가 존재하지 않기

때문에 COCO 데이터 집합과 비교했을 때 평균적으로 더 높

은 성능을 보여준다. 또한 이미지의 크기가 비교적 작기 때문

에 이미지 크기에 영향을 받는 연산량이 감소하여 FPS가 높

게 측정되었다.

또한 표 3의 작은 객체에 대한 성능을 측정하는 mAP_s를

보면 단일 해상도의 특징 맵만을 사용하는 모델이 대체로 성

능이 낮은 것을 볼 수 있다.

그리고 특징으로 볼 수 있는 것은 트랜스포머의 인코더만

사용하는 YOLOS는 COCO 데이터 집합에서의 성능과 비슷

하거나 더 낮은 성능을 보였다. 이는 Pascal VOC 이미지의

크기가 작아서 패치를 나눌 때 동일한 개수로 나누면 하나의

패치가 이미지에서 차지하는 영역이 넓어지게 된다. 따라서

이미지에 대한 세밀한 예측 (Dense Prediction)이 어려워진다.

또한 YOLOS는 [DET]토큰과 함께 Self Attention연산이

이뤄지기 때문에 이미지 내부에서 객체를 분리해주지 못하게

된다. 그러나 인코더-디코더의 형태로 사용되는 모델은 인코

더에서 추출한 이미지 전체 정보와 객체 쿼리를 통해 각 객
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그림 10. 모델 별 GFLOPS

Fig. 10. GFLOPS of various Vision Transformer Models

그림 9. 모델별 mAP, FPS의 관계 산점도

Fig. 9. mAP and FPS of various Vision Transformer Models for

Object Detection

체 사이를 분리시켜주는 역할을 한다. 따라서 인코더만 사용

하는 모델보다 세밀한 예측에서 좋은 성능을 보여준다.

표 3의 결과에서 Deformable DETR이 대체로 가장 높은

성능을 보여주었다. 이는 이미지의 크기가 작기 때문에 여러

해상도의 특징 맵을 활용하며 이미지 패치들을 모두 사용하

기 때문이다. 반면 SparseDETR은 이미지의 패치 중 중요한

Top-%를 사용한다. 그러나 이미지 크기가 작은 Pascal VO

C 데이터 집합에서는 역설적으로 정보의 손실이 발생한다.

따라서 Deformable DETR이 가장 높은 성능을 보여준다.

Ⅵ. 논의 및 결론

본 논문에서는 트랜스포머 기반의 객체 탐지 모델들을

특징에 따라 분류하고 같은 데이터를 사용하여 mAP와 FPS

를 측정하였다. 이를 통해 모델의 구조와 실시간 탐지 가능

성의 관계에 대해 분석했다.

그림 9의 분포는 mAP와 FPS를 축으로 하는 모델들의

산점도이다. 그림 9의 점선은 각 축에서 실험에 사용된 전

체 모델의 평균을 의미한다. 그 결과 mAP와 FPS가 모두

평균 이상인 모델은 존재하지 않았다. 또한 DETR은 mAP,

FPS 모두 평균에 가깝게 측정되었다.

기본 DETR에서 큰 변형을 주지 않고 객체의 좌표에 대

한 정보만을 더해준 Conditional DETR도 평균에 가깝게 측

정되었다. 또한 대부분 모델이 그래프의 오른쪽 아래에 있

는 것을 볼 수 있다. 이는 기존의 DETR의 성능 향상을 위

해 연산량을 고려하지 않았기 때문에 발생한 결과이다.

최근에는 모델의 성능 향상을 위해 여러 해상도를 사용

하거나 핵심점들로 어텐션을 계산하는 방법을 사용한다. 또

한 YOLOS의 dwr 최적화 기법, Deformable DETR의 Iterat

ive Refinement와 Two-Stage 기법을 통해 성능 향상을 이

루었다. 그 중 핵심점들로 어텐션을 사용한 모델들이 동일

한 FPS에서 높은 mAP를 달성하는 경향을 확인했다.

그림 10은 GPU의 성능을 측정하기 위해 사용되는 GFL

OPS (Giga FLoating point Operations Per Second)를 통해

각 모델들의 연산량을 측정한 결과이다. 표 2와 표 3에서

가장 낮은 FPS를 갖는 YOLOS-base가 가장 높은 연산량을

갖고 FPS가 가장 낮은 YOLOS-tiny가 가장 낮은 연산량을

갖는 것을 볼 수 있다. 그러나 반대로 DETR과 Deforma

ble DETR Single Scale을 비교했을 때는 연산량이 높은 모

델이 FPS가 더 높게 나온 것을 확인할 수 있다. Deformabl

e DETRSingle Scale은 DETR에 Deformable Attention Mo

dule만 더해준 것이다. 따라서 연산량 자체는 낮게 나오지만

FPS가 느린 원인이 Deformable Attention Module의 최적화

가 잘 이루어져있지 않아 발생하는 문제로 볼 수 있다. 위

와 같은 결과를 통해 GFLOPS와 FPS 사이에 대략적인 상

충관계를 갖지만 부가적인 모듈로 인한 FPS저하가 있을 수

있다는 것을 알 수 있다.

그림 9를 통해 대체로 트랜스포머 구조의 모델들이 mAP

와 FPS사이에 상충관계가 있는 것을 확인했다. 그러나 정량

적인 지표를 통해 어떤 상관관계가 있는지 확인하기 위해 F

PS와 mAP사이의 피어슨 (Pearson) 상관계수를 계산하였다.

또한 연산량과 모델의 FPS와의 연관성을 확인하기 위해 m
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FPS mAP GFLOPS

FPS 1.000 -0.667 -0.340

mAP -0.667 1.000 -0.029

GFLOPS -0.340 -0.029 1.000

표 4. FPS, mAP, GFLOPS 사이의 피어슨 상관계수

Table 4. Pearson Correlation Coefficient among FPS, mAP and

GFLOPS

AP, FPS, GFLOPS를 변수로 설정하여 서로와의 상관관계

를 계산하였다. 그 결과 표 4와 같이 mAP와 FPS사이에 상

관계수가 –0.667로 강한 상충관계에 있음을 확인할 수 있

었으며, GFLOPS와 다른 두 변수인 FPS의 상관계수는 각각

-0.340으로 약한 상충관계에 있음을 알 수 있었다. 따라서

높은 성능을 달성한 모델이 효율적으로 성능을 유지하며 연

산량을 감소시키는 방법에 관한 연구가 필요하다.

현재 개발되는 인공지능에 사용되는 임베디드 보드는 T

FLOPS (Tera FLoating point Operations Per Second)단위

의 연산이 가능하다. 따라서 트랜스포머 기반의 모델들 또

한 임베디드 보드에 적용하여 실생활에 사용 가능하다. 그

러나 합성곱 신경망 기반의 모델들에 비해 아직까지 효율적

이지 못하다.

본 논문에서는 두 개의 다른 데이터 집합에 다양한 트랜

스포머 기반의 모델의 성능을 분석하였다. 이 결과를 기반

으로 추후 실시간성을 보장하는 경량화된 트랜스포머 기반

의 객체 탐지 모델 연구를 기대하는 바이다.
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Ⅰ. 서 론

현재 컴퓨터 비전 분야는 빠른 속도로 성장하고 있다.

컴퓨터 비전의 분야 중 인페인팅 (inpainting)기술은 이미지

의 누락되거나 손상된 영역을 주변 배경과 유사하게 채우는

기술로 이미지 또는 영상 편집과 객체 제거, 손상 복원, 워

터마크 제거 등의 용도로 쓰일 수 있다. 인페인팅 기술은

크게 이미지 인페인팅 (image inpainting)과 비디오 인페인

팅 (video inpainting) 두 개의 분야로 나누어진다. 지금까지

인페인팅에 관한 많은 연구가 이루어졌지만, 완벽한 인페인

팅 알고리즘을 구현하는 데는 어려움을 겪고 있다. 이미지

인페인팅 기법은 고전적인 비학습 기반 (non-learning

based) 인페인팅 기술 [1-4]과 학습 기반 (learning based)

기법으로 나눌 수 있다 [5-8]. 학습 기반의 이미지 인페인팅

을 위해서는 생성적 적대 신경망 (Generative Adversarial

Network, GAN) [9]이 주로 사용된다. 비디오 인페인팅은

영상의 누락된 영역을 채우거나 특정 물체를 제거하고 손상

된 영역을 복원하는 데 사용된다는 점이 이미지 인페인팅과

유사하다. 하지만 인페인팅 기술을 영상의 영역으로 확장하

기 때문에 영상의 연속된 프레임 간 시공간적인 일관성을

보존하는 기술이 요구된다. 비디오 인페인팅 기술을 위해

프레임 간 시공간적 일관성을 보존하려는 시도는 많았지만,

현실 세계의 노이즈가 포함된 영상에 인페인팅을 적용할 때

나타나는 문제점은 거의 다루어지지 않았다. 그러나 어두운

장소에서 촬영된 영상과 같이 현실 세계에서 촬영된 영상에

는 불가피하게 노이즈가 포함되어 있고, 이것은 영상에 인

페인팅 기술을 적용할 때 영상 품질에 영향을 줄 수 있다.

따라서 본 논문에서는 인페인팅 기술을 사용할 때 영상의

잡음 제거 여부가 인페인팅 결과에 미치는 영향에 대해 연

구하여 비디오의 품질을 개선할 방법을 제안한다.

본 논문의 구성은 다음과 같다. 2장에서 인페인팅과 관련

된 기존 연구와 한계를 소개한다. 3장에서는 제안하는 인페

인팅 기법과 실험 방법을 설명하고, 4장에서 그 결과를 분

석했다. 마지막으로 5장에서는 결론으로 마무리한다.

Ⅱ. 관련 연구

1. 이미지 인페인팅

1.1 비학습 기반 이미지 인페인팅

고전적인 비학습 기반의 인페인팅 기술은 크게 패치 기반

방법과 확산 기반 방법으로 나눌 수 있다. 패치 기반의 인

페인팅 모델 [1, 2]은 알려진 영역 (known region)의 픽셀

정보를 통해 이미지의 훼손된 영역을 채운다. 확산 기반의

인페인팅 모델 [3, 4]은 손상된 영역 주변의 정보를 손상된

영역 (missing region)으로 전파하여 이미지를 완성한다. 그

러나 이러한 비학습기반의 인페인팅 기법들은 계산 복잡도

가 높고, 손상된 영역이 클 때는 의미론적인 정보를 파악할

수 없다는 한계가 있다.

1.2 학습 기반 이미지 인페인팅

딥러닝 기술이 비약적으로 발전함에 따라 컴퓨터 비전 분

야에도 딥러닝을 도입하게 되었다. 최근 인페인팅 기술에도

딥러닝을 적용한 연구가 활발하게 이루어지고 있다. [5]는
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기존 이미지 인페인팅 기술을 개선하기 위해 부분 컨볼루션

층을 도입했다. 이전의 딥러닝 기반 인페인팅 기술은 이미

지에 컨볼루션 필터를 사용해 이미지의 빈 영역을 고정 값

으로 채웠다. 하지만 초기의 이미지 구멍 값에 의존하기 때

문에 구멍의 질감이 부족하고, 복원 가능한 손상 영역이 직

사각형 모양에 한정되며 색상의 대비와 부자연스러운 가장

자리를 가진다는 문제가 있었다. 따라서 부분 컨볼루션을

통해 손상된 부분에 대한 마스크 업데이트와 재정규화를 진

행했다. 그 결과 커널을 통과하는 픽셀이 손상된 부분이면

계산을 수행하지 않고 통과하여 구멍이 아닌 영역에만 컨볼

루션 연산을 수행하여 이미지를 완성하도록 했다.

먼저, [6]에서는 부분 컨볼루션 연산은 각 층을 지날 때마

다 유효하지 않은 픽셀이 사라지면서 마스크의 모든 값이 1

로 변하기 때문에 인페인팅을 위한 정보를 제공할 수 없으

며 모든 채널이 같은 마스크를 공유하기 때문에 유연성이

제한된다는 문제를 제기했다. 따라서 게이트 된 합성 곱 (ga

ted convolution) 연산을 통해 최적의 마스크를 자동으로 학

습하는 방법을 제안했다. 이미지의 공간 위치와 이미지 특

성 (feature)에 가중치를 곱한 값을 연산하여 마스크를 학습

하고, Spectral-Normalized Markovian Discriminator (SN-P

atchGAN)를 도입해 이진 마스크와 함께 사용자 주도의 인

페인팅 (user-guided inpainting)을 가능하게 했다. 또한, [7]

의 인페인팅 모델은 크게 완성 네트워크 (completion netwo

rk), 전역 판별 네트워크 (global discriminator network), 지

역 판별 네트워크 (local discriminator network) 세 개의 네

트워크로 이루어진다. 먼저 이미지와 마스크를 완성 네트워

크에 입력해 손상 이미지를 복구하고 두 개의 판별 네트워

크를 통해 복구된 이미지의 진위 여부를 판별하여 인페인팅

결과가 손상된 영역 주변뿐만 아니라 이미지 전체적으로 일

관성을 가지도록 한다. 완성 네트워크는 일반적인 컨볼루션

연산이 아닌 확장된 컨볼루션 연산을 통해 더 넓은 부분을

파악하여 연산하고 계산량을 줄이도록 개선했다. 생성적 적

대 모델을 사용하는 또 다른 기법인 [8]의 이미지 인페인팅

모델은 거친 네트워크 (coarse network)와 개선 네트워크 (r

efinement network)로 이루어져 있어 손상된 이미지를 coar

se-to-fine 기법으로 인페인팅 했다. 기존의 합성 곱 신경망

을 사용하는 기법들은 빈 영역과 떨어져 있는 픽셀 정보를

참고할 수 없었기 때문에 문맥 주의 (contextual attention)

를 사용해 알려진 영역의 유의미한 특성을 손상된 영역에

반영하여 생성 이미지의 품질을 개선했다.

2. 비디오 인페인팅

비디오 인페인팅 기술은 이미지 인페인팅 기술과 달리 프

레임 간의 시공간적인 일관성을 유지해야 한다는 문제가 있

다. Deep Flow-Guided Video Inpainting [10]모델은 영상

흐름 기반의 픽셀 전파를 통해 영상의 시공간적인 일관성을

보존하고자 했다. Deep Flow Completion Network (DFC-N

et)을 통해 영상의 흐름을 얻어 이 완성된 흐름을 기반으로

픽셀을 전파하여 손상된 영역을 채웠다.

Deep Video Inpainting [11]은 일시적인 특징 집합 (temp

oral feature aggregation)과 시간적 일관성 보존 (temporal

consistency preserving)을 핵심 기능으로 가지는 VINet이라

는 모델을 제안했다. 이미지 기반의 인코더-디코더 모델을

기반으로 여러 개의 이웃 프레임들로부터 특징을 수집하여

이를 바탕으로 하나의 프레임의 누락된 영역을 채웠다. 또

한 시간적인 일관성을 보존하기 위해 반복적인 피드백 (rec

urrent feedback)을 통해 이전 단계의 출력값을 다음 단계의

입력값으로 주었고, 메모리 층을 추가하여 결과 프레임의

단기 및 장기 일관성을 보장했다.

이처럼 시각적으로 자연스러운 인페인팅 결과를 위한 계

산법과 시공간적인 일관성을 보존하기 위한 모델에 관한 연

구는 활발히 진행되고 있지만 인페인팅 데이터인 영상의 품

질과 노이즈 제거 여부가 인페인팅 성능에 미치는 영향에

대해서는 거의 연구가 미미한 실정이다.

Ⅲ. 제안 기법

1. 제안 기법

본 논문에서 진행한 두 가지 실험은 다음과 같다.

� 실험 1. 노이즈가 포함된 프레임의 노이즈를 디노이징

기법으로 먼저 제거하고 인페인팅 한다.

� 실험 2. 노이즈가 포함된 프레임을 먼저 인페인팅 한 후

디노이징 기법으로 노이즈를 제거한다.

위 두 실험의 결과와 원본 프레임에 대한 인페인팅 결과

를 비교하여 노이즈가 인페인팅 영상의 품질에 영향을 줄

수 있음을 확인한다. 또한 두 실험의 결과를 비교해 노이즈

제거 여부에 따른 인페인팅 성능을 비교하여 노이즈가 포함

된 영상일 경우 노이즈 먼저 제거하는 것이 인페인팅 성능

향상에 도움이 될 수 있음을 제안한다.

2. 배경 기술

2.1 Deep Flow-Guided Inpainting

본 실험에서는 비디오 인페인팅에 Deep Flow-Guided Vi

deo Inpainting 모델 [10]을 사용했다. 그림 1은 인페인팅 모

델의 구조를 나타낸다. 전체 네트워크는 3개의 Deep Flow

Completion Subnetwork (DFC-S)가 DFC-Net를 구성하고

있다. 각 DFC-S에서 추출한 영상 프레임 간 흐름 (flow)을

기반으로 전체 영상의 흐름을 완성하고, 이 흐름 (flow-file)

을 양방향으로 전파해 프레임의 누락된 영역을 채운다. 원

그림 1. Deep Flow-Guided Video Inpainting 모델 구조

Fig. 1. An Architecture of Video Inpainting Method
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(a) Frame (b) Mask

그림 2. Deep Flow-Guided Video Inpainting 입력 데이터

Fig. 2. Input Images of Deep Flow-Gudied Video Inpainting

그림 3. FastDVDnet 구조

Fig. 3. An Architecture of FastDVDnet

본 모델의 흐름 추출에는 FlowNet2.0 [12] 모델이 사용되었

지만, 본 실험에서는 전체 모델의 경량화를 위해 LiteFlowN

et2.0 [13] 모델을 사용했다.

그림 2는 영상의 객체를 제거하기 위해 인페인팅 모델에

주어지는 입력의 예시다. 물체를 포함한 프레임과 물체의 위

치를 나타내는 마스크가 입력으로 주어지면 DFC-Net은 프

레임과 마스크가 겹치는 부분을 누락된 영역으로 인식하여

픽셀의 전파를 통해 마스크 영역을 배경과 유사하게 채운다.

2.2 FastDVDnet

프레임의 잡음 제거에는 Fast Deep Video Denoising Net

work (FastDVDnet)모델 [14]을 사용했다. 그림 3은 FastDV

Dnet의 구조를 나타낸다. 이 네트워크는 영상의 흐름을 추

출할 필요 없이 두 번의 노이즈 제거 단계를 거쳐 이미지의

노이즈를 제거한다. 전체 네트워크는 5장의 연속적인 입력

프레임과 표준편차가 σ인 노이즈맵을 입력값으로 가지며 첫

번째 디노이징 블록에는 3장의 입력 프레임과 노이즈맵이

입력으로 주어진다. 첫 번째 디노이징 단계를 구성하는 세

개의 디노이징 블록에서 각 1장의 노이즈 제거 프레임이 출

력된다. 두 번째 디노이징 단계는 첫 번째 디노이징 단계에

서 출력된 3장의 프레임을 입력값으로 가져 가운데 프레임

의 노이즈를 제거하고 출력한다.

본 실험에서는 노이즈맵의 표준편차와 이미지에 추가한

노이즈의 표준편차를 5로 동일하게 설정하였으며 실험 방법

에 따라 임의로 가우시안 노이즈를 추가한 원본 프레임 또

는 노이즈를 추가한 후 인페인팅을 적용한 프레임을 입력값

으로 주어 영상의 노이즈를 제거했다.

3. 데이터 세트

DAVIS 데이터 세트 (Densely Annotated Video Segmen

Experiment 1. Inpaint frames after denoising

Experiment 2. Denoise frames after inpainting

그림 4. 제안 모델의 성능 평가를 위한 실험 방법

Fig. 4. Experimental Methods for Evaluating Our Proposed Method

tation Dataset) [15]는 영상의 객체 분할 (Object Segmentati

on)을 위해 제안된 데이터 세트로 총 150개의 영상 데이터를

제공한다. 각 영상은 객체를 포함한 프레임과 그에 대한 주

석 (Annotation)으로 구성되어있다. 이 중 breakdance-floor,

rollerblade, bmx-trees 데이터와 Deep Flow-Guided Video I

npainting 모델의 데모 버전에서 사용된 flamingo 영상에 대

해 실험을 진행했다. 각 데이터 세트의 프레임에 노이즈를

넣거나 제거한 결과를 제안 기법의 입력 프레임으로 사용했

으며 데이터세트의 객체 위치 정보를 가진 Annotation 데이

터를 각 프레임의 이진 마스크 (Binary mask)로 입력했다.

4. 실험 방법

모든 실험 과정은 Ubuntu 환경에서 Python 3.7 버젼, Py

Torch 1.4.0 버젼과 CUDA 11.3 버젼으로 동일한 환경에서

진행되었다. 두 실험 모두 원본 비디오에 동일한 강도의 노

이즈를 임의로 추가하여 실험을 진행했다. 원본 프레임에

추가한 노이즈는 가우시안 노이즈 (Gaussian noise)로 정규

분포를 따르며 평균이 0, 표준편차가 5인 노이즈를 생성하

여 프레임에 추가했다. 그림 4는 두 가지 실험의 과정을 나

타낸다. 첫 번째 실험은 노이즈를 추가한 각 프레임에 대해

먼저 FastDVDnet 모델을 사용해 노이즈를 제거하고 결과

프레임의 객체를 인페인팅했다. 두 번째 실험은 먼저 노이

즈를 가진 프레임의 객체를 인페인팅 모델로 제거한 후 Fas

tDVDnet 모델을 사용해 프레임의 노이즈를 제거했다.

Ⅳ. 실험 결과

1. 정성 평가

그림 5～그림 8은 각기 다른 환경에서의 인페인팅 결과이

다. 인페인팅을 적용하는 과정에서 단계별 프레임 출력값과

원본 프레임 대비 출력값의 Peak Signal-to-Noise Ratio 값
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flamingo breakdance rollerblade bmx-trees

(a)

(b)

(c)

24.320871 24.320871 26.467112 29.560837

(a) Original frames (b) Object masks (c) Inpainting results

그림 5. 원본 프레임과 마스크에 대한 인페인팅 결과

Fig. 5. Inpainting Results of Original Frames and Masks

flamingo breakdance rollerblade bmx-trees

(a)

(b)

(c)

(a) Noised frames (b) Denoised frames (c) Inpainting results

그림 6. 실험 1의 인페인팅 결과

Fig. 6. Inpainting Results of Experiment 1
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flamingo breakdance rollerblade libby

(a)

(b)

(c)

(a) Noised frames (b) Denoised frames (c) Inpainting results

그림 7. 실험 2의 인페인팅 결과
Fig. 7. Inpainting Results of Experiment 2

flamingo breakdance rollerblade bmx-trees

(a)

(b)

(c)

(a) Inpainting results of original frames (b) Inpainting results of experiment 1
(c) Inpainting results of experiment 2

그림 8. 실험 1과 실험 2의 인페인팅 결과 비교
Fig. 8. Comparison of Inpainting Results in Experiment 1 and Experiment 2



334 잡음 제거 기술 기반의 비디오 인페인팅 성능 연구

Dataset Method Evaluation metric

PSNR↑ SSIM↑

break

dance

(a) 23.645095 0.804672

(b) 23.367849 0.755008

flamingo
(a) 21.008086 0.850027

(b) 20.861387 0.806348

rollerblade
(a) 25.729382 0.877829

(b) 25.391393 0.862348

bmx-trees
(a) 28.524588 0.899922

(b) 28.142090 0.888364

(a) Experiment 1 : Denoising → Inpainting

(b) Experiment 2 : Inpainting → Denoising

표 1. 두 실험에 대한 정량평가 및 비교 결과

Table 1. Performance Comparison of Inpainting Results in

Experiment 1 and Experiments 2

을 담고 있다. 그림 5는 노이즈를 추가하지 않은 원본 프레

임에 대한 인페인팅 결과다. 각 데이터 별로 마스크 영역의

객체가 제거된 결과를 확인할 수 있다. 그림 6은 실험 1의

결과다. 단계별로 노이즈를 넣은 프레임, 노이즈를 제거한

프레임, 인페인팅 결과가 순서대로 담겨있다. 그림 7은 실험

2의 결과로 노이즈를 넣은 프레임, 인페인팅 결과, 노이즈를

제거한 결과를 순서대로 나타냈다.

그림 8은 위에서부터 차례로 (a) 원본 프레임의 인페인

팅 결과, (b) 실험 1의 결과, (c) 실험 2의 결과를 객체가 있

던 부분 중심으로 확대한 사진이다. (a)의 결과에 비해 (b),

(c)의 결과는 노이즈 제거 작업으로 인해 사진의 질감 (text

ure)이 부족함을 확인할 수 있다. (b)와 (c)를 비교해보면 대

체적으로 노이즈 제거 작업을 먼저 수행한 (b)에 비해 인페

인팅 후 노이즈를 제거한 (c)의 노이즈가 제대로 제거되지

않아 영상이 부자연스러운 것처럼 보인다.

2. 정량 평가

표 1은 앞서 수행한 실험1. 2의 결과를 각각 DAVIS data

set의 원본 프레임과 비교한 정량적 평가값을 담고 있다. 평

가 결과에 따르면 인페인팅 후 노이즈를 제거했던 실험 (b)

보다 노이즈를 제거하고 인페인팅을 적용했던 실험 (a)가 P

eak Signal-to-Noise Ratio (PSNR), Structural Similarity I

ndex Measure (SSIM) 값에 대해 더 높은 성능을 보였다.

Ⅴ. 결 론

본 논문에서는 잡음이 포함된 영상의 잡음 제거 여부가

인페인팅 기술에 미치는 영향에 대해 실험을 통해 비교해보

았다. 앞서 진행한 두 실험을 비교해봤을 때, 노이즈가 포함

된 영상을 인페인팅한 후 노이즈를 제거한 영상은 노이즈가

완벽하게 제거되지 않았다. 반면에 노이즈를 제거한 후 인

페인팅을 적용한 영상은 노이즈가 비교적 깨끗하게 제거되

어 앞의 실험 결과보다 자연스러운 것을 확인했다. 이는 노

이즈가 포함된 프레임을 인페인팅할 경우 노이즈가 포함된

픽셀 정보를 통해 빈 영역을 채웠기 때문에 노이즈가 완벽

히 제거되지 않은 것으로 추측된다. 이 실험 결과를 통해

잡음 제거 여부가 인페인팅 결과에 영향을 미칠 수 있으며,

영상에 노이즈가 존재하는 경우 먼저 노이즈를 제거한 후

인페인팅을 진행하는 것이 비디오의 품질을 개선할 가능성

이 있음을 알 수 있다. 본 제안 기법을 실제 야간에 촬영된

영상이나 의도치 않게 노이즈가 발생한 영상에 적용한다면

실제 인페인팅 기술의 품질을 높이는 데 도움이 될 것으로

기대된다. 향후 본 실험을 확장시켜 다른 데이터세트에 적

용해보고 다양한 인페인팅 모델과 노이즈 제거 모델을 사용

하여 추가 연구를 진행할 예정이다.
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마스크 생산 라인에서 다중 영상 기반 마스크 이어링 검사 방법
(Multi-Vision-based Inspection of Mask Ear Loops Attachment in

Mask Production Lines)
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Abstract : This paper addresses the problem of vision-based ear loops ansd attachment inspection in mask production

lines. This paper focuses on connections with ear loops and mask filter by an efficient combined approach. The

proposed method used a template matching, shape detection and summation of histogram with preprocessing. We had

a parameter for detecting defects heuristically. If the shape vertices are lower than the parameters our proposed

method will find defective mask automatically. After finding normal masks in mask ear loops attachment status

inspection algorithm our proposed method conducts attachment amount inspection. Our experimental results showed

that the precision is 1 and the recall is 0.99 in the mask attachment status inspection and attachment amount

inspection.
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Ⅰ. 서 론

마스크는 대량 생산을 목적으로 자동화된 마스크 생산

시설에서 생산된다. 마스크 생산 라인은 마스크 필터를 만

들기 위해 마스크 원단을 공급하는 원단 공급 장치와, 마스

크 원단을 성형해서 필터를 만드는 마스크 성형 장치, 그리

고 마스크 필터에 이어링을 부착하는 이어링 부착 장치가

포함된다. 마스크를 생산 할 때, 마스크 필터에 이어링을 부

착하여 마스크를 제조한 뒤, 마스크를 최종적으로 포장하기

전에 마스크가 양품인지 불량인지를 검사하는 검사 과정이

필요하다. 이어링 부착 여부 검사에서는 이어링이 마스크

필터에 부착되어 있는지를 확인하고, 그 후 이어링 부착량

에 관한 검사를 진행하여 마스크 필터에 이어링이 얼마나

견고하게 부착 되어 있는지를 확인하게 된다. 이러한 과정

들을 통해 양품과 불량품이 선별되고, 불량품은 마스크 흡

착 장치에 의해서 폐기 처리가 된다. 마스크의 양불 판정을

사람의 육안에 의해 검수하게 되면, 시간과 피로의 문제로

인해 효율성이 떨어지게 된다. 그에 따라 본 논문에서는 이

와 같은 문제점들을 해결하기 위해 영상 기반 마스크 이어

링 및 부착량 검사기법을 제시하고, 그림 1과 같은 마스크

생산 시스템에서 멀티 비전을 사용함으로 인해 마스크 검사

의 정확도 및 검사 효율을 높인다.

그림 1. 제안된 기법은 멀티 비전 시스템을 이용하여 마스크

생산 공장의 마지막 단계에서 사용된다.

Fig. 1. Our proposed method is used in final process of mask

manufacturing factory with Vision System

이전 연구에서 계층적 피어슨 상관관계 계수를 기반으로

한 마스크 필터의 이물을 탐지하는 연구를 수행하였다 [1].

이 방법은 실제 마스크 생산 시스템을 고려하여 다양한 이

미지 처리 기술을 결합하여 수행된다. 마스크의 방향을 일

정하게 x축에 맞추기 위한 이미지 회전, 마스크 필터 부분

을 제외한 귀걸이 부분과 배경을 잘라내어 정확도를 높이기

위한 이미지 크롭을 한 후, 블러링을 하여 노이즈를 제거한

다. 마지막으로, 계층적 피어슨 상관관계 계수를 이용하여

정상 마스크와 불량 마스크간의 상관관계를 계산하여 양불

판정을 하였다 .

본 논문에서는 회전되어 있는 마스크 이미지에서도 알고

리즘 처리를 하였으며 여러 가지 전통 컴퓨터 비전 기반 기

법들을 활용하여 다양한 종류의 마스크 이어링 부착상태를

검사한다. 또한, 여러 이미지 전처리 과정과 히스토그램, 마

스크의 특성을 기반으로 한 방법을 활용하여 마스크 이어링
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Related

Works
Description Method

Real

Data

Mask

Applicati

on

[2-3]
Image detection and

classification by CNN
DL No No

[6-7]
Image recognition by

ANN
DL No No

[4-5]

Object detection and

anomaly detection by

CNN

DL Yes No

[8-9]
LBP for getting image

features
NDL No No

[10-11]
Image detection by

SIFT
NDL Yes No

[12-13]
Image feature detection

by SURF
NDL Yes No

[1]

Mask anomaly detection

for the status of mask

filter

NDL Yes No

Proposed

Mask inspection for the

status of mask ear

loops and attachment

NDL Yes Yes

표 1. 이미지 프로세싱 관련 연구

Table 1. Related works to image processing methods

부착량 검사를 수행하며 정규화를 통해 다양한 마스크 이미

지에도 강인한 모습을 보여준다.

Ⅱ. 관련 기술 및 문제점

1. 관련 연구

표 1과 같이 Deep Learning (DL) 혹은 Non-Deep

Learning (NDL)을 사용해서 이미지 탐지를 하는 많은 방법

들이 있다. DL을 사용하는 방법에는 Convolutional Neural

Network (CNN) [2-5], Artifical Neural Network (ANN)

[6-7]등의 방법들이 있다. CNN은 인공 신경망의 한 종류이

며 이미지 처리의 분야에 주로 이용된다. CNN은

Convolution layer, Rectified Linear Unit (ReLu), pooling,

Fully connected layer 등으로 이루어진다. 이미지는 이런

식으로 구성된 모델을 통과하여 학습을 진행하고 결과를 나

타낸다. ANN은 사람의 뇌의 정보처리 방식을 모사한 알고

리즘이다. 예측, 분류 등의 의사결정 문제를 해결하는 기법

이며 input layer, hidden layer, output layer로 구성되어있

다. 이러한 DL을 사용한 기법들은 이미지를 잘 탐지 해내지

만 많은 양의 학습 데이터를 요구하기 때문에 시간이 많이

들고 높은 성능의 Graphic Processing Unit (GPU)을 요구

하기 때문에 비용이 비싸다는 단점이 있다. NDL을 사용한

방법에는 Local Binary Patterns (LBP) [8-9], Scale

Invariant Feature Transform (SIFT) [10-11], Speeded Up

Robust Features (SURF) [12-13]등과 같은 방법들이 있다.

LBP는 이미지의 질감을 표현하는데 사용되며 매우 간단하

그림 2. 회전된 마스크는 마스크 이미지 처리를 할 때 문제를

일으킨다,

Fig. 2. Rotated Mask occurs problem when the mask image is

processed

고 효과적이다. 하지만 마스크 필터 부분이 서로 다른 질감

을 가지고 있기 때문에 LBP는 마스크 불량 탐지에 적합하

지 않다. SIFT는 이미지의 변하지 않는 크기와 회전에서 특

징을 뽑아내는 알고리즘이다. 두 개의 다른 이미지에서

SIFT특징을 추출한 다음 가장 유사한 특징과 일치시키면

해당 두 이미지의 일부를 찾을 수 있다. 하지만 이미지 피

라미드를 사용하여 크기 변화에 따른 특징을 감지하기 때문

에 처리 속도가 느리다는 단점이 있다. 그러므로 SIFT는 실

시간으로 불량 마스크를 검출해야 하는 알고리즘에 사용하

기에 적합하지 않다. SURF는 SIFT의 단점을 보완하기 위

해 만들어진 알고리즘이다. SURF는 BOX 필터로 LOG를

근사하는 방법을 사용하며 key point 및 descriptor를 계산

하는 각 단계에서 많은 특성 요소를 추가하여 처리 속도가

빠르다. 그러나 시점이나 조명이 바뀌면 이미지의 특징을

제대로 감지할 수 없기 때문에 마스크 생산 시스템에서 사

용하기에 적합하지 않다. 표 1과 같이 실제로 생산된 데이

터를 사용하여 NDL방식으로 마스크 불량을 탐지하는 연구

가 이루어지지 않았기 때문에 본 논문에서는 마스크 이어링

검사 방법에 대하여 제시한다.

2. 비전 기반 마스크 양불 판정의 문제점

마스크 이어링 불량 검출에서 정상 마스크와 불량 마스크

를 비교하기 위해서는 이미지의 크기, 면적이 동일한 조건

이어야 한다. 또한 마스크 이미지의 원활한 불량 탐지를 위

해서는 마스크 가로 길이의 방향이 x축과 평행이 되도록 각

도를 균등하게 조절하는 것이 중요하다. 하지만 실제 마스

크 생산 시스템에서는 그림 2와 같이 라인에 배치된 마스크

가 라인 방향과 일치하지 않는 경우가 발생한다. 이러한 점

은 마스크 이미지를 처리함에 있어서 문제를 야기한다. 따

라서 마스크가 생산 라인에 놓일 때의 각도 차이를 없애는

기법이 필요하다.

Ⅲ. 제안된 기법

본 논문에서는 그림 3과 같이 마스크 이어링 양불 판정을

할 때 마스크 이어링 부착 상태 여부를 판단한 다음에 마스
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그림 3. 마스크 이어링 검사 알고리즘 순서도

Fig. 3. Mask ear loops attachment inspection algorithm flow

chart

그림 4. 다중 영상 시스템에서의 이미지 처리

Fig. 4. Image processing in multi-vision system

크 이어링 부착량 검사를 통해 얼마나 견고하게 부착되어

있는가를 판단하고 이 두 가지 기준을 다 통과하면 양품으

로 판단한다. 또한, 다중 영상 기반 시스템에서 촬영한 이미

지들은 4개의 카메라로 4개의 마스크를 한 번에 촬영한 이

미지이며 알고리즘을 수행 할 때는 그림4와 같이 각각의 마

스크들로 분리해서 처리한다.

1. 마스크 이어링 부착 상태 검사

본 논문에서는 마스크 이어링 부착 상태 불량을 그림 5 (a)

와 같이 완전히 이어링이 떨어진 것과 그림 5 (b)와 같이 한

쪽만 이어링이 붙어 있는 것, 그리고 그림 5 (c), 5 (d)와 같

이 이어링이 한쪽이 완전히 붙어져 있지 않은 것으로 정의하

였다. 이어링 부착 상태 불량 검사는 전처리 과정을 거치고

난 후 template matching을 통해 마스크 필터만의 이미지를

추출해낸다. 그 후, 마스크 이미지 가장자리의 4개의 모서리

를 일정 범위만큼 크롭을 진행한 뒤 shape detection을 통한

마스크 가장자리 모서리의 수를 일정 threshold로 비교를 해

서 검사를 하게 된다.

(a) Defect 1 (b) Defect 2

(c) Defect 3 (d) Defect 4

그림 5 마스크 이어링 부착 상태 불량 이미지

Fig. 5. Mask ear loops attachment defect images

(a) Canny (b) Morphology

(c) Contour (d) Hough-Transform

그림 6. 마스크 이어링 부착상태 검사를 위한 마스크 이미지

전처리 (초록색 선: 마스크 이미지의 바깥 테두리, 빨간색 선:

마스크 이미지 가장자리의 직선 성분)

Fig. 6. Image preprocessing of mask image for mask ear

loops attachment status inspection (Green line: Represents

the outline of the image, Red line: Represents the linear

component)

1.1 마스크 이미지 전처리

고해상도 이미지에 마스크 이미지 회전을 적용하면 마스크

바깥쪽 라인에 빛의 반사로 인해 다수의 outlier가 생기며 이

로 인해 외곽 검출과 선 검출에 문제가 발생한다. 그리고, 고

해상도 이미지는 상대적으로 연산속도가 느리기 때문에 원본

이미지를 리사이징을 통해 저해상도로 크기를 바꾸고 난 후

진행한다. 리사이징을 마친 이미지는 마스크 가장자리 부분을

탐지하기 위해 그레이스케일 이미지로 바뀌게 된다. 마스크의

가장자리를 찾기 위해 그림 6 (a)와 같이 Canny [14-15]함수

를 사용한다. 그 후 그림 6 (b)와 같이 Morphology의 close연

산을 사용하여 가장자리 부분을 확장시키고 그림 6 (c)와 같

이 Contour [16-17]함수를 사용하여 마스크의 가장자리 부분

을 리사이징을 한 원본 이미지에 나타낸다. 다음으로, 그림 6

(d)와 같이 OpenCV의 HoughlinesP [18-19] 함수를 사용하여

마스크 이미지 가장자리 직선의 시작점과 끝부분의 각도를
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(a) template image

(b) template matching image

그림 7. Template image를 사용해서 original image에서

template image와 유사한 부분을 찾는다.

Fig. 7. Template matching image is derived from template

image

이용해 rotation matrix로 틀어진 각도만큼 회전을 시킨다. 파

라미터를 조정하면서 마스크의 직선 성분이 가로가 아닌 세

로가 탐지 될 경우도 있다. 그러한 경우에는 각도에서 90도

만큼 뺀 각도를 회전한다.

1.2 Template Matching

Template matching [20-21]은 template image를 사용해

서 그림 7 (a), 7 (b)와 같이 original image에서 template

image와 가장 비슷한 부분을 찾게 만드는 OpenCV의 함수

이다. template matching의 연산 방법으로는 The Minimum

Square Difference (TM_SQDIFF)를 사용하였다.

TM_SQDIFF는 template image와 original이미지 사이의

최소차이를 위해 사용된다. template image가 original

image에 적용되면 전체 영역에서 탐지를 시작하며 match가

되고 난 후에는 OpenCV에 있는 minMaxLoc함수를 이용하

여 마스크 필터 이미지의 4 꼭짓점의 좌표를 알아내 그림 8

처럼 크롭한다.

1.3 침식 연산

본 논문에서 침식 연산은 Template matching후 얻은 4개

의 마스크 가장자리 이미지의 노이즈를 제거 하기 위해 사용

하였다. 침식 연산은 morphology 변환 방법 중 하나이다. 침

식 연산은 커널 영역 안에 존재하는 모든 픽셀의 값을 커널

내부의 극솟값으로 대체하며 식 (1)과 같이 표현될 수 있다.

min∈ker ≠   (1)

즉, 구조 요소를 활용해 이웃한 픽셀을 최소 픽셀값으로

대체한다. 침식 연산을 적용하면 밝은 영역이 줄어들고 어

두운 영역이 늘어난다. 침식 연산을 적용하지 않으면 크롭

된 마스크 이미지에 울퉁불퉁한 부분으로 인하여 너무 많은

꼭짓점들이 발생하게 된다.

그림 8. 마스크 필터의 4가지 가장자리를 크롭한 이미지

Fig. 8. Cropped image of the four deges of the mask filter

그림 9. Shape detection 적용 후 나타난 크롭된 이미지에서

꼭짓점의 개수

Fig. 9. Number of vertices in the cropped image that

appears after applying shape detection

1.4 Shape Detection

본 논문에서는 shape detection을 크롭된 마스크 4가지

이미지에서의 꼭짓점의 개수를 탐지하기 위하여 사용하였

다. contour함수를 통해 얻은 마스크 가장자리 부분으로

appoxPolyDP 함수를 사용해 그림 9와 같이 크롭된 마스크

이미지에서의 꼭짓점의 개수를 찾아낸다. appoxPolyDp 함수

는 외곽선을 근사화 하기 위하여 사용된다. contour 근사는

곡선이 연속된 짧은 선분으로 근사화 될 수 있다는 가정에

근거한다. 이는 원래 곡선으로 정의된 점들의 집합으로 구성

된 근사 곡선으로 이어진다. 마스크 이미지의 contour는 꼭짓

점들의 집합으로 이루어져 있으므로 이미지의 꼭짓점의 개수

를 shape detection을 통해 알아 낼 수 있다.

1.5 Defect Detection

Shape detection을 이용하여 마스크 이어링 부착상태의

불량을 결정 할 때, 꼭짓점의 수가 일정 threshold미만일 때

불량 마스크를 결정하기 위해 epsilon 파라미터와 threshold

값을 결정해야 한다. 또한 침식 연산에서 커널 사이즈를 설

정하는 것도 중요하다. 본 논문에서는 커널 사이즈를 7×7

로 설정하였다. 만약 커널 사이즈가 이 값보다 낮으면

shape detection을 하는 동안 불필요한 마스크 가장자리들이

생겨서 그림 10 (a)처럼 안 좋은 성능을 가지게 된다. 마스크

이미지 가장자리의 길이는 미리 정해 둔 파라미터인 epsilon

값에 의해 결정된다. 그림 11 (a), 11 (b)와 같이 epsilon값이

작을수록 contour 선이 original image와 가깝게 된다. 따라서

본 논문에서는 파라미터를 0.0005로 설정하였다. 그림 12과

같이 마스크에 이어링이 붙어 있다면 붙어 있지 않은 모서리

보다 꼭짓점의 개수가 많게 된다. 이로 인해, 일정 임계값 아

래의 꼭짓점의 개수가 되면 불량으로 처리 하였다. Shape

detection은 이미지안의 도형마다 동작한다. 이 특징은 그림

13와 같이 마스크 이어링이 살짝만 뜯어져있는 경우에 사용
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(a) without erosion calculation

(b) using erosion calculation

그림 10. Shape detection에 침식연산을 적용

Fig. 10. Apply erosion calculation in shape detection

(a) epsilon parameter = 0.0005

(b) epsilon parameter = 0.05

그림 11. 마스크 이미지에 epsilon parameter 적용. 값이

작을수록 original image에 가까워진다.

Fig. 11. Epsilon parameter with mask images. The smaller

the parameter, the closer the original image

그림 12. Shape detection을 사용하여 마스크 이어링 부착 상태

불량 탐지. 초록색 선: contour선 근사, 숫자: 꼭짓점의 개수

Fig. 11. Detecting defective mask ear loops with shape

detection. Green line: approximate contour line, Number;

Number of vertices

그림 13. 크롭된 이미지에서 2가지 도형이 탐지 되는 문제

Fig. 13. Shape detection problem when two shape is

detected in one cropped image

(a) Slightly disconnected mask image

(b) Shape detection

그림 14. 마스크 이어링이 살짝 떨어져 있는 경우의 shape

detection의 특징을 이용해 하나의 크롭된 이미지에 두가지

물체가 있을 때 문제 해결

Fig. 14. Shape detection when the mask ear loops is slightly

disconnected. Using a characteristic of shape detection solves

the problem when two shape is detected in one cropped

image

된다. 따라서 본 논문에서는 그림 14 (a), 14 (b)와 같이 하나

의 이미지에 두 개의 도형이 탐지 되면 불량으로 처리하였다.

2. 마스크 이어링 부착량 검사

본 논문에서는 마스크 이어링 부착량 양불 기준을 부착부

길이가 5mm 이하인 경우 불량, 그 외에는 정상으로 정의하

였고, 총 4개의 부착부가 전부 정상일 경우 해당 마스크를

정상으로 정의한다. 또한 이어링은 수평으로 부착된다고 가

정하였다. 그림 15 (a), 15 (b)는 각각 마스크 부착부 정상과

불량의 예시 이미지이다.

부착부 길이를 계산하기 위해 부착부 우측 지점과 좌측

지점의 x축 좌표를 추출한 후 그 차를 사용한다. 따라서 두

지점의 추출을 위한 이미지 전처리 과정이 개별적으로 진행

된다. 이미지 전처리 과정 이후 template matching을 통해

마스크 부착부 4개의 범위를 추출하고 해당 범위를 크롭하

게 된다. 이후 크롭된 이미지의 정규화 히스토그램을 계산

하고 이를 통해 부착부의 우측, 좌측 지점을 판별하며 부착

부 길이를 계산한다.
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(a) Normal (b) Defect

그림 15. 마스크 이어링 부착부

Fig. 15. Mask ear loops attachment

그림 16. 부착부 추출을 위해 사용되는 마스크의 특성

노란색: 패턴 A, 빨간색: 패턴 B

Fig. 16. Characteristics of the mask used for attachment

amount extraction

yellow: pattern A, red: pattern B

2.1 마스크 이미지 전처리

부착부 우측 지점과 좌측 지점 추출을 위해 사용되는 마스

크 패턴의 특성이 서로 다르기 때문에 두 지점 추출을 위한

이미지 전처리 과정이 개별적으로 수행된다. 마스크 패턴은

크게 2가지 패턴이 있으며, 그림 16과 같이 주로 이어링 부착

부에 생성되는 작은 사각형 패턴 (패턴 A), 그리고 마스크 본

체에 생성되는 큰 사각형 패턴 (패턴 B)으로 이루어진다.

부착량 탐지를 위한 이미지 전처리에는 opening, closing

연산을 사용한다. 이는 erode와 dilate 연산으로 이루어지며

opening 연산의 경우 erode 이후 dilate, closing 연산의 경

우 반대로 dilate 이후 erode를 수행하는 연산이다. erode와

dilate는 각각 식 (1), (2)로 표현되며 특정 패턴을 제거하거

나 확장하는데 사용된다. x, y는 이미지의 좌표, i, j는 커널

의 좌표를 나타내며 이미지에서 커널을 한 픽셀씩 이동시켜

가며 연산이 수행된다. 본 논문에서는 3⨉3 크기의 커널을

사용하였다.

Dilate
 ∈
max   (2)

부착부 우측 지점 추출을 위한 이미지 전처리 과정은 다

음과 같다. 먼저 입력 마스크 이미지를 바이너리 이미지로

변환시킨 후 closing 연산을 통해 패턴 A를 흰색으로 채운

다. 이후 opening 연산을 통해 패턴 B를 확장시켜 이어링을

(a) Source

(b) Process 1 (c) Process 2

그림 17. 마스크 부착부 이미지 전처리

Fig. 17. Image preprocessing of mask attachment point

그림 18. 마스크 부착부의 크롭 범위

Fig. 18. Crop range of mask attachment

제외한 배경을 검정색으로 제거한다. 이러한 연산을 통해

부착부를 포함한 이어링이 흰색으로 강조되며, 그 결과는

그림 17 (b)와 같다.

부착부 좌측 지점 추출을 위한 이미지 전처리 과정은 우

측 지점과는 다르게 closing 연산을 수행하지 않는다. 따라서

패턴 A, B 전부가 검은색으로 제거되어 부착부를 제외한 이

어링 부분만이 강조되며, 그 결과는 그림 17 (c)와 같다.

2.2 부착부 크롭

전처리된 이미지를 이용하여 히스토그램 계산 시, 마스크

부착부 이외의 마스크 패턴이 히스토그램에 노이즈로 반영

되어 정확도가 저하되는 문제를 방지하기 위해 부착부 크롭

과정을 수행한다.

부착부 크롭 범위 계산을 위해 먼저 template matching

을 사용하여 마스크 본체의 꼭짓점 좌표 4개를 추출한다.

이후 해당 꼭짓점으로부터 특정 범위를 크롭하는데, 이 때

마스크 상단 부착부 2개와 하단 부착부 2개의 특성이 다르

기 때문에 서로 다른 크기로 크롭을 수행한다. 상단 부착부

2개의 경우 패턴B가 4행으로 생성되는 반면, 하단 부착부 2

개의 경우 패턴B가 3행으로 생성된다. 앞선 이미지 전처리
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(a) After preprocessing

(b) Histogram

그림 19. 마스크 부착부 우측 지점 검출을 위한 히스토그램 생성

파란색: 히스토그램, 주황색: 임계값

Fig. 19. Histogram for detecting the right side of the mask

attachment

blue: histogram, orange: threshold

과정에서 알 수 있듯이 해당 알고리즘은 패턴 B에 의존하여

수행된다. 따라서 하단 부착부를 크롭할 경우 상단과 달리

더 작은 높이로 크롭을 진행한다. 그림 18은 마스크에서 각

각의 부착부 크롭 범위가 표시된 모습을 보여준다. 상단 2

개의 부착부 범위는 가로 150px, 세로 100px 크기로 크롭되

며, 하단 2개의 부착부 범위는 가로 150px, 세로 70px 크기

로 크롭된다. 이후 하나의 알고리즘을 4개의 크롭 이미지에

일괄적으로 적용시키기 위해 대칭 연산을 수행한다. 따라서

상단 우측, 하단 좌측, 하단 우측 크롭 이미지는 상단 좌측

부착부와 동일한 형상을 따르게 변환된다.

2.3 부착량 검출

전처리 후 크롭된 이미지에서 부착부 우측, 좌측 지점을

추출하기 위해 히스토그램을 사용한다. 이 때 히스토그램은

정규화를 시켜, 고정된 임계값으로 부착부의 우측, 좌측 지

점을 판별하게 된다.

부착부 우측 지점의 검출 과정은 다음과 같다. 먼저 앞서

전처리 후 크롭된 가로 150px의 이미지를 다시 한번 크롭하

는 과정을 거친다. 좌측 35px을 잘라내어 가로 115px의 이

미지로 변환시키며, 그 결과는 그림 19 (a)와 같다. 이 크롭

과정은 부착부 좌측 지점의 일부를 제거하여 이후 히스토그

램을 이용한 우측 지점 판별의 정확도를 높히는 역할을 한

다. 다음으로 히스토그램을 계산하기 위해 크롭된 이미지를

y축 방향으로 sum 연산을 수행한다. 마지막으로 해당 값에

평균을 뺀 후 표준편차로 나누어 정규화를 수행한다. 정규

(a) After preprocessing

(b) Histogram

그림 20. 마스크 부착부 좌측 지점 검출을 위한 히스토그램 생성

파란색: 히스토그램, 주황색: 임계값

Fig. 20. Histogram for detecting the left side of the mask

attachment

blue: histogram, orange: threshold

화된 히스토그램은 그림 19 (b)의 파란색 그래프와 같으며,

가로축은 이미지의 x축 좌표, 세로축은 정규화된 히스토그

램 값을 의미한다. 그림 19 (b)의 주황색 선은 임계값이며

–0.4를 적용했고, 임계값을 지나는 히스토그램의 가로축 값

이 해당 부착부의 우측 지점 x축 좌표를 의미하게 된다.

부착부 좌측 지점의 검출 과정은 부착부 우측 지점 검출

과 유사하다. 먼저 크롭 과정을 한번 더 거치게 되는데, 가

로 150px의 이미지를 좌측 10px 지점부터 부착부 우측 지

점까지 크롭을 하게 되며, 그 결과는 그림 20 (a)와 같다.

이후 정규화된 히스토그램은 그림 20 (b)의 파란색 그래프

와 같으며, 주황색 선은 임계값으로 –0.35를 적용했다. 임계

값을 지나는 히스토그램의 가로축 값이 해당 부착부의 좌측

지점 x축 좌표를 의미하게 된다.

부착부 우측 지점 x축 좌표와 부착부 좌측 지점 x축 좌

표의 차가 픽셀 단위의 부착 길이가 되며, 픽셀 당 길이를

곱하여 최종적으로 부착 길이를 계산한다. 픽셀당 길이는

0.13mm로 정의한다.

Ⅳ. 실험 결과

본 논문에서는 python 3.7.9, opencv 4.5.3.56, 11th Gen

Intel (R) Core (TM) i9-11900F의 환경에서 마스크 이어링

부착 상태 검사와 부착량 검사를 진행하였다.
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(a) Materials Supply Unit (b) Forming Unit

(c) Ear Loop Unit 1 (d) Ear Loop Unit 2

그림 21. 마스크 생산 공장. 부직포, 필터는 (a)에서

만들어진다. 마스크 성형은 (b)에서 이루어진다. 이어링은

(c)와 (d)에서 만들어진다.

Fig. 21. Mask production factory. Non-Woven Fabric, Filter is

made in (a). Mask Forming is conducted in (b). Ear loops

are attached in (c), (d).

(a) Normal mask image

(b) Ear loops attachment status defect mask image

그림 22. 마스크 이어링 부착 상태 정상과 불량 이미지에 대한

이어링 부착 상태 검사 알고리즘 수행

Fig. 22. Perform mask ear loops attachment status inspection

algorithm for mask ear loops normal and defect image

1. 데이터 획득

공개된 마스크 데이터 셋이 없기 때문에 본 논문에서는

그림 21 (a), 21 (b), 21 (c), 21 (d)의 마스크 생산 공장에서

비전 시스템으로 촬영한 마스크 이미지 데이터 셋을 사용하

였다. 실험에 사용된 정상 마스크 이미지는 800장이고 이어

링 부착 상태 불량 마스크 이미지 100장, 부착량 불량 마스

크 이미지 100장이다.

2. 마스크 이어링 부착 상태 검사 결과

실험은 앞서 그림 3과 같은 순서대로 shape detection을

통해 모서리의 개수를 얻고, 그림 22 (a), 22 (b)와 같이 임계

값을 기반으로 정상과 불량을 판단하여 이어링 부착 상태 검

사를 수행한 다음, 정상으로 판단된 이미지들을 다시 이어링

부착량 탐지를 수행하여 0.5cm이하의 길이를 불량으로 처리

하는 방식으로 수행한다. 이어링 부착 상태 검사를 수행할

때, shape detection을 수행하기 위해 template matching을

TP FN FP TN Precision Recall

Proposed

method
899 1 0 100 1 0.99

H-T based

inspection
687 213 35 65 0.95 0.75

M-T based

inspection
892 8 29 71 0.96 0.99

표 2. 혼동 행렬을 통한 마스크 이어링 부착 상태 탐지 기법

결과 비교

Table 2. Comparison of results of mask ear loops attachment

inspection technique through confusion matrix

통해 정확한 마스크 4 모서리의 좌표를 얻어내는 과정이 중

요하다. 이어링 부착 상태 검사 기법의 비교를 위해 hough

transform (H-T)을 사용해 마스크의 직선성분의 좌표를 얻

어내 실제 마스크의 가로, 세로 길이를 더해 4 모서리의 좌

표를 얻어내는 방법과 moment function (M-F)을 통해 이

미지의 무게 중심 값을 구하여 마스크의 4 모서리의 좌표를

가로 세로 길이 만큼 더하여 얻어내는 방법을 수행하였다.

정상 800장, 마스크 이어링 부착 상태 불량 100장, 이어링

부착량 불량 100장에 대하여 마스크 이어링 부착 상태 검사

를 진행하였을 때의 결과는 표 2와 같다. H-T를 기반으로

한 방법에서 Hough transform을 사용할 때는 직선 성분을

검출하기 위한 임계값을 고정해야하는데 이미지마다 동일한

임계값을 사용하면 직선 성분을 제대로 검출 하지 못하는

경우가 생긴다. 이러한 경우에는 직선성분의 최솟값 최댓값

이 잘못 측정이 되기 때문에 잘못 크롭된 이미지가 생성되

어 상대적으로 정상과 불량을 잘 구분해내지 못하는 모습을

보여준다. M-T를 기반으로 한 방법에서 moment function

은 contour함수로 구한 마스크 이미지 외곽성분의 무게중심

을 구해야 하는데 한쪽 이어링이 없는 이미지에 대해서는

무게중심이 치우쳐져서 잘못된 크롭 이미지를 생성하게 된

다. 이로 인해, 정상일 때는 판단을 잘하지만 불량일 때는

상대적으로 정확도가 낮은 모습을 보인다. 본 논문에서 제

안한 기법으로 이어링 부착 상태 검사를 수행할 경우 참 값

을 올바르게 분류하는지에 대한 지표인 정밀도 (Precision)

는 1이 나오며 실제 참 값인 것들 중에 참값으로 예측이 잘

된 비율인 재현율 (Recall)은 0.99가 나온다. 수행시간은 단

일 이미지를 기준으로 하였을 때 0.12초가 소요된다. 다중영

상 기반으로 이미지를 처리하지 않았을 때는 4개의 이미지

에 알고리즘을 수행하는데 1.03초가 소요되지만 다중영상

기반으로 알고리즘을 수행할 경우 0.48초가 소요되어 수행

시간을 훨씬 단축 시킬 수 있었다.

3. 마스크 이어링 부착량 검사 결과

그림 23 (a), 그림 23 (b)는 각각 정상 마스크와 불량 마

스크의 이어링 부착량 검사 알고리즘 수행 예시를 보여준

다. 빨간선은 부착부의 우측 지점을 의미하고, 파란선은 부

착부의 좌측 지점을 의미하며, 해당 부착부가 정상일 경우

녹색 텍스트, 불량일 경우 적색 텍스트로 부착 길이가 표시
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(a) Normal mask

(b) Defective mask

그림 23. 정상 마스크와 불량 마스크의 부착량 검사 결과

Fig. 23. The attachment amount inspection result of normal

mask and defective mask

TP FN FP TN Precision Recall

Proposed

method
798 1 0 100 1 0.99

표 3. 혼동 행렬을 통한 마스크 이어링 부착량 탐지 결과

Table 3. Results of mask ear loops attachment amount

inspection through confusion matrix

되었다. 정상 마스크인 그림 23 (a)에 대해서는 4개의 부착

부 부착 길이가 모두 5mm를 초과하여 정상으로 분류 되었

다. 반면 불량 마스크인 그림 23 (b)에 대해서는 하단 좌측

부착부가 다른 부착부에 비해 부착 길이가 짧은 것을 볼 수

있으며, 본 논문이 제안하는 마스크 부착량 검사 알고리즘

이 해당 부착부를 불량으로 옳게 식별한 것을 볼 수 있다.

마스크 이어링 부착량 검사는 마스크 이어링 부착 상태

검사가 선행된 후 수행되는 알고리즘이다. 따라서 마스크

이어링 부착량 검사 알고리즘의 성능을 분석하기 위하여,

마스크 이어링 부착 상태 검사를 선행해 정상으로 판별된

마스크에 대하여 마스크 이어링 부착량 검사 알고리즘을 수

행하고 그 결과를 분석한다.

본 논문에서는 총 1000장의 마스크 중 앞서 마스크 이어링

부착 상태 검사에서 정상으로 판별된 899장의 마스크를 대상

으로 알고리즘 결과를 분석하며, 전체 899장의 마스크는 정

상 마스크 799장과 마스크 이어링 부착량 불량인 마스크 100

장으로 구성되어 있다. 마스크 이어링 부착량 검사 알고리즘

수행 결과는 표 3과 같다. Precision은 1이 나오며 Recall은

0.99가 나온다. 수행시간은 단일 이미지를 기준으로 하였을

때 0.07초가 소요된다. 다중영상 기반으로 이미지를 처리하지

않았을 때는 4개의 이미지에 알고리즘을 수행하는데 0.42초

가 소요되지만 다중영상 기반으로 알고리즘을 수행할 경우

0.28초가 소요되어 수행시간을 훨씬 단축 시킬 수 있었다.

Ⅴ. 결 론

본 논문에서는 여러 가지 전처리 과정과 shape detection

을 활용해 다양한 종류의 마스크 이어링 검사를 수행하였

다. 다른 기법들과 비교하였을 때 본 논문에서 제시한 방법

을 사용한 방법을 수행할 경우 가장 높은 정확도를 보여줌

을 알 수 있었다. 마스크 이어링 부착 상태 검사에서 정상

으로 분류된 이미지를 히스토그램과 이미지 전처리를 활용

한 방법으로 0.5cm이하의 마스크 이어링 부착량 검사도 수

행하였다. 마스크 이어링 부착상태 검사와 마스크 이어링

부착량 검사에서 precision의 값은 1, recall의 값은 0.99가

나온다. 수행시간의 경우 다중영상 기반으로 알고리즘을 수

행할 경우 단일영상 기반의 알고리즘 수행에 비하여 속도가

개선된 것을 확인할 수 있었다. 실험은 실제 마스크 생산

공장에서 생산된 마스크 이미지 데이터를 기반으로 수행하

였으며 수행 결과 높은 정확도를 보여주고 있다.
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converts candidate videos into captions in the inference process, thereby enabling direct comparison between the text

given as a query and candidate videos without joint embedding space. Through the experiment, the proposed model
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Ⅰ. 서 론

텍스트-비디오 검색은 텍스트가 입력으로 주어질 때 데

이터베이스안의 후보 비디오들에서 의미적으로 일치하는 비

디오를 찾아내는 과제이다. 그림 1은 텍스트-비디오 검색에

대한 예시로 왼쪽의 텍스트 쿼리를 입력으로 받았을 때 그

에 맞는 비디오를 찾는 텍스트-비디오 검색 결과를 시각적

으로 설명하고 있다. 최근 급격히 성장한 Netflix, YouTube

등의 비디오 스트리밍 시장과 더불어 많은 주목을 받고 다

양한 연구가 이루어지고 있는 분야이다. 이러한 과제를 해

결하기 위해 많은 연구들이 제안되고 있는데 가장 널리 사

용되는 방법은 임베딩 기반 접근방법이다. 임베딩 기반 접

근 방법은 비디오와 텍스트의 특징을 추출하여 같은 공간상

에서 매핑하는 방법으로 비디오와 텍스트라는 종류가 다른

두 데이터를 특징 추출 모듈을 통해 특징을 추출한 후 공통

되는 공간상에 임베딩시킨다.

기존의 공통 임베딩 기반 연구에서는 임베딩 하고자 하는

비디오와 텍스트를 각각 별도의 특징 추출 모듈을 이용하여

특징을 추출한다. 예를 들어, 비디오의 경우 CNN 계열 모델

그림 1. 텍스트-비디오 검색에 대한 예시

Fig. 1. Examples of text-video retrieval

을 인코더로 사용하여 프레임 단위로 이미지의 시각적인 특

징벡터를 추출하고, 텍스트의 경우에는 순차정보를 얻을 수

있는 RNN 계열 인코더를 기반으로 하여 문장의 특징벡터

를 추출한다. 이러한 특징벡터들을 임베딩 공간상에서 맵핑

하는 경우 각각 텍스트와 이미지라는 다른 데이터의 형태를

공통 공간에 임베딩하기 때문에 두 데이터의 분포 차이에서

오는 격차문제 [1]가 발생하게 된다. 또한 이와 같은 구조를

이용하는 선행 연구들 [2-4]에서는 텍스트 인코더 대비 비

디오의 시각정보 처리 과정에서의 연산량이 급격히 증가하

게 된다. 비디오의 경우 프레임 단위별로 이미지를 기반으

로 한 시각적인 정보를 담고 있을 뿐만 아니라 프레임의 연

속적인 내용을 담고 있는 시간적인 정보도 담고 있어 인코

딩시 많은 연산량을 요구한다. 그로 인해 비디오 시각 정보



348 텍스트-비디오 검색 모델에서의 캡션을 활용한 비디오 특성 대체 방안 연구

를 처리하기 위해 여러 복잡한 과정이 더해지게 되어 전체

모델의 크기가 커지게 된다. 우리는 이러한 비디오 시각처

리 부분에서 생기게 되는 많은 연산 과정을 줄이고자 비디

오의 특성을 생성모듈을 통한 캡션으로 대체하여 텍스트-비

디오 검색을 진행하는 모델을 제안한다.

제안 모델은 비디오의 특성을 비디오의 정보를 표현하는

캡션 (텍스트)으로 변환한 뒤 이 캡션과 입력으로 받는 쿼

리 텍스트를 비교하여 검색을 하게 된다. 쿼리와 동일한 유

형의 텍스트 데이터를 처리를 할 수 있게 되므로, 복잡한

비디오 시각처리 과정을 요구하지 않기 때문에 기존에 비디

오와 텍스트를 임베딩할 때 각각의 특성의 차이에서 생기는

격차 문제를 줄일 수 있게 된다. 이를 통해 모델을 경량화

시킬 수 있으며 그로 인해 추론 단계에서 사용하는 연산량

및 연산시간도 줄어들게 된다. 제안 방법의 성능을 검증하

기 위해서 MSR-VTT, VATEX 2개의 벤치마크 데이터셋에

서 실험 및 분석을 진행하였다.

Ⅱ. 관련 연구

1. 텍스트-비디오 검색

텍스트-비디오 검색은 크게 개념기반, 공통 임베딩 공간

기반 방법으로 나뉘게 된다. 개념 기반 방법의 대표적인 예

시는 Ad-hoc Video Search (AVS) [5]가 있다. AVS는 시

각적 개념 분류기와 언어 규칙에 의존하며, 텍스트 쿼리와

특정 비디오 사이의 유사성을 개념 일치를 통해 계산을 한

다. AVS의 경우 비디오와 텍스트 쿼리를 개념으로 표현해

주기 때문에 어느 정도 해석이 가능하다는 장점이 있지만,

비디오와 쿼리 둘 다를 통해 전체적인 관계가 매핑된 정보

를 설명하는 것이 매우 어렵다는 단점도 있다.

이러한 문제를 해결하기 위해 가장 많이 사용되는 방법은

공통 임베딩 기반 방법 [2-4, 6]이다. 공통 임베딩 기반 방

법은 비디오 및 텍스트 쿼리를 인코딩 한 후 공통의 잠재된

공간상에 위치시켜 학습 및 추론에 사용하는 방법이다. 많

은 연구들이 이 과정에서 사전 훈련된 CNN 기반 모델을

이용한 정교한 비디오 인코딩 과정을 통해 비디오를 특정

프레임 단위로 나눠 이미지 레벨에 있는 시각적 특징들을

추출해 비디오 피쳐로 정의하는 인코딩된 결과물로 표현하

였다. 초기 연구에는 비디오 프레임간의 시간 순서와 가중

치를 고려하지 않고 평균 풀링 [2]을 통해 집계하는 방법을

사용하였으나 점차 비디오 프레임의 시간 정보를 명시적으

로 모델링하기 위해 LSTM [4], GRU [5], 최댓값 풀링 [7,

8] 또는 멀티헤드-셀프 어텐션 [9] 등을 사용하여 시간 순서

와 프레임간의 중요도를 모델링하였다.

상술한 많은 방법들은 비디오의 시각적인 정보와 시간적

인 정보를 담기 위해 인코딩 과정에서 여러 모듈을 사용하

게 된다. 이런 과정은 비디오의 길이에 따라 유동적으로 바

뀔 뿐 아니라 많은 연산량을 가지게 되어 모델이 복잡해져

추론 과정에서조차 시간과 자원을 많이 소모하는 단점을 가

진다. 우리가 제안하는 모델은 비디오의 특성을 캡션으로

대체하는 방법을 사용하기 때문에 입력으로 받는 쿼리 텍스

트와 후보 비디오의 표현 형태가 동일한 형태를 가지게 된

다. 이러한 같은 형태의 데이터의 이용은 비디오 시각 인코

더를 생략하기 때문에 비디오 입력에 대한 연산량을 상당히

감소시켰다.

2. 비디오-캡셔닝

비디오-캡셔닝이란 비디오가 주어질 때 이를 언어적으로

설명하는 캡션 문장을 생성하는 과제이다. 최근 딥러닝을

활용한 자연어 처리와 컴퓨터 비전의 발전을 통해 많은 비

디오 캡셔닝 모델들이 제안되고 있으며 많은 연구 [10-12]

가 인코더-디코더 기반의 구조를 사용하고 있다. 인코더-디

코더 기반의 방법은 입력으로 받은 텍스트와 비교 대상이

되는 비디오를 각각 별도의 인코더에 넣어서 인코딩 과정을

거친 뒤 비교를 하여 나온 결과물을 디코더에 넣어서 보여

주는 방법이다.

인코더에서 비디오의 시각적인 정보를 인코딩하기 위해

주로 CNN 계열 모델들을 인코딩 모듈로 활용한다. CNN을

활용한 방법 [13]은 비디오를 프레임 단위로 나누어 특성을

추출한다. 이때 일부 모델 [14, 15]은 어텐션 메커니즘을 사

용하여 각 프레임간의 연관성을 찾기도 하며, 오디오의 정

보도 활용하는 방식도 있다. 또한 모든 프레임이 아닌 특정

프레임만을 채택해서 캡션을 만드는 방법도 있다. 디코더에

서 텍스트의 특성을 추출하는 과정에는 주로 RNN [13] 계

열 방법들을 사용한다. 문장에서의 단어의 순서를 결정하는

데 있어 연속적인 데이터의 특징을 잘 추출하는 RNN 기반

의 방법을 주로 사용하며, 최근에는 어텐션 기법을 사용하

거나 Transformer 모델 [7]을 사용하여 비디오 캡션을 생성

하는 방법들 [10, 16, 17] 도 존재한다.

본 논문에서는 Transformer를 사용한 인코더-디코더 구

조의 비디오 캡션 모델 [10]을 이용하여 비디오의 특성으로

활용하였다. 우리는 이러한 비디오-캡셔닝의 결과로 생성된

캡션이 비디오의 내용과 의미적으로 같지만 텍스트로 표현

한다는 점에 주목하였다. 다른 관점에서 비디오를 표현하는

생성된 캡션 정보를 이용하여 텍스트-비디오 검색 문제에서

비디오의 특징을 효율적으로 표현하는 방법을 제안하였다.

Ⅲ. 제안 방법

3.1. 특징 추출 과정

본 논문에서는 텍스트-비디오 검색에서 인코딩 과정을

위한 기본 모델로 듀얼 인코더 모델 [18]의 구조를 사용하였

다. 그림 2 하단부에서 볼 수 있듯이, 텍스트가 입력으로 주

어질 때, 특징 추출 모듈 는 3단계의 특징추출과정을 거

치며 다음과 같이 표현된다.

        (1)

단, 여기서 는 입력으로 받는 텍스트 쿼리,  ,는



대한임베디드공학회논문지 제 17권 제 6호 2022년 12월 349

그림 2. 제안하는 텍스트-비디오 검색 모델

Fig. 2. Proposed text-video retrieval model

텍스트의 특징 추출과정 3단계를 말하며, ∙ ∙는 

의 결합한다는 것을 의미한다. 우선 입력으로 텍스트 가

주어지면 이를 원-핫 벡터로 표현한다. 그러고 첫 번째 단

계 ()에서 이 벡터의 평균을 구해 텍스트를 전체적으로

표현하는 글로벌 인코딩 벡터 값을 얻는다. 다음, 두 번째

단계 ()에서는 을 통과한 글로벌 벡터를 bi-GRU를 통

과시켜 텍스트의 순차적인 정보를 표현하는 벡터를 얻는다.

세 번째 단계 ()에서는 를 통과한 벡터를 1-D CNN을

통과시켜 텍스트의 지역정보를 반영하는 벡터를 얻는다. 최

종적인 인코딩 결과로는, 이 세 단계에서 나온 벡터들을 결

합하여 특징 벡터로 정의한다. 이러한 정교한 특징 추출 과

정은 3.2장에서 도입한 비디오 특징을 캡션으로 대체한 생

성 캡션들에 대해서도 같은 방법으로 진행되어진다.

3.2. 캡셔닝 모듈 선택

비디오 정보를 시각적으로 표현하는 방법 대신, 우리는

비디오의 정보를 생성 모델을 통해 얻어진 언어적 정보를

이용하여 표현하였다. 이러한 표현 방법은 입력 비디오가

쿼리와 같은 특성 (텍스트)으로 맞춰진다는 점에서 착안되

었고 이를 표현 방법을 통해 얻은 장점을 3.3장에서 설명하

도록 한다.

캡셔닝 생성 모델로는 UniVL [10]을 사용하였다. UniVL

은 비디오 캡셔닝에 사용하는 인코더-디코더 기반의 사전학

습 모델로 비디오와 텍스트를 이해하고 캡션을 생성하기 위

해 4개의 모듈로 설계되었다. 4개의 모듈은 3개의 인코더와

1개의 디코더로 구성이 되어 있으며, 비디오와 텍스트를 각

각 트랜스포머 인코더로 처리를 한 다음, 전처리한 비디오

와 텍스트를 결합해 또 다른 트랜스포머를 기반해 만든 교

차 인코더에 넣는다. 마지막으로 인코딩한 값을 디코더에

넣어 최종적인 캡션을 생성하게 된다. 실험에 사용하는 학

습데이터셋으로 UniVL에 파인-튜닝해 얻어진 캡션 결과물

을 듀얼 인코딩 모델의 비디오 특성으로 넣어 사용하였다.

3.3. 캡션정보를 이용한 추론 과정

3.2절에서 선택된 캡션 모듈을 통해 추론 과정에서 후보

비디오들은 생성한 캡션들로 대체된다. 이는 그림 2에서 비디

오가 Caption Module로 캡션을 생성하는 부분에 해당한다. i

번째 후보 비디오 데이터 캡션을 생성하는 식은 다음과 같다.

   (2)

여기서 는 캡션 생성 모듈,  는 입력 비디오 데이터

를 말하며, 결과적으로  는 i번째 입력 비디오를 텍스트

정보로 표현하는 캡션이다. 이를 통해 생성한 캡션은 입력

으로 받는 텍스트와 동일한 형태를 지닌 데이터로 표현되기

때문에 별도의 임베딩 공간 없이도 유사도 계산 커널을 통

해 유사성을 계산할 수 있게 된다. 따라서 쿼리로 주어진

캡션과 후보 데이터셋의 각 데이터와의 유사도를 비교하는

과정은 다음과 같다.

   (3)

여기서 는 질의로 주어진 텍스트 쿼리, 는 텍스트 인코

더를 의미하고 ∙ ∙는 두 텍스트의 유사도를 비교하기

위한 코사인 유사도 커널을 의미한다. 주어진 쿼리에 대해

이러한 과정을 후보 데이터셋의 모든 후보 비디오에 대해

실행하여 얻은 결과 중 가장 높은 스코어 값을 가지는 후보

비디오를 쿼리에 대한 검색 결과로 판단한다.

기존의 복잡한 시각적 인코딩 모델을 이용하여 임베딩 공

간을 학습시켜 추론에 이용한 것과 다르게, 제안 모델은 유

사도를 계산할 때 텍스트들을 입력으로 받기 때문에 별도

임베딩 공간에 학습할 필요 없이 추출된 특징을 바로 매칭

에 사용할 수 있다. 그러므로 임베딩 공간을 이용하는 모델
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에서 지적되어 왔던 이종 간의 데이터 (비디오, 텍스트)가

임베딩 공간에서 표현될 때 분포 차이가 나는 문제 [19]를

완화할 수 있다는 장점을 가진다. 또한 비디오 표현을 위해

시각 인코더 등 많은 모듈을 사용하는 모델 [2, 3] 에 비해

경량화된 모델이기 때문에 연산속도의 향상을 볼 수 있다.

Ⅳ. 실험 결과

4.1 실험 환경

실험을 위해 텍스트-비디오 모델에서 사용하는 대표적인

데이터셋인 MSR-VTT와 VATEX 데이터셋을 사용하였다.

MSR-VTT 데이터 세트는 10,000개의 비디오 클립과 이 클

립을 설명하는 200,000개의 문장으로 구성되며, 한 클립당

20개의 문장으로 구성되어 있다. VATEX에는 유튜브에서

수집된 10초정도 길이를 가진 34,991개의 동영상 데이터 세

트이다. 비디오 한 개당 10개의 영문과 10개의 중국어 문장

이 할당되는데 이 실험에서는 영어 문장만 사용한다.

우리는 각각의 학습 데이터 셋을 UniVL을 통해 학습시

켰다. 이후 추론 과정에서 테스트 데이터 셋에 대한 캡션들

을 만든 뒤 이 캡션들을 비디오의 특성 부분 대신 사용하였

다. 실험은 우분투 18.04 환경에서 NVDIA RTX3060 1개를

GPU로 두고 진행하였다. 성능평가의 방법으로 R@K (K =

1, 5, 10), MedR, mAP 까지 총 5개의 순위 기반 측정 지표

를 사용했다. R@K는 검색된 상위 K개의 결과 중 하나 이

상의 관련 항목이 발견된 테스트 쿼리의 백분율이며, Medr

은 검색 결과에서 첫 번째 관련 항목의 중간값이다.

4.2 벤치마크 데이터셋 실험 및 정량적 평가

표 1에서는 MSR-VTT 데이터셋에 대한 실험결과를 보

여주고 있다. MSR-VTT를 데이터셋으로 하여 제안모델과

W2VV [20], MEE [1]를 비교 모델로 두어 R@1, R@5,

R@10, MedR, mAP를 평가지표로 선정해 실험을 진행하였

으며, W2VV와 MEE의 실험결과는 Dual Encoding for

Video Retrieval by Text [18]의 실험을 참고하였다.

실험결과를 보면 R@1과 MedR 지표에 대해서는 W2VV,

MEE 모델과 다르게 제안 모델이 가장 좋은 성능을 보여주

는 것을 확인할 수 있다. 또한 R@5, R@10, mAP지표도 가

장 높은 성능을 보이는 MEE모델에 약간 낮은 성능을 보이

고 있지만, MEE 모델은 비디오의 특성을 다루기 위해 복잡

한 시각 인코딩 과정을 포함하고 있기 때문에 캡션정보로

대체하여 비디오와 텍스트를 한 종류의 데이터로 연산하는

제안 모델이 연산량과 연산 시간에서 강점을 보이며, 다른

모델과 유사하거나 높은 성능을 보인다고 해석할 수 있다.

표 2 에서는 VATEX 데이터셋에 대한 실험결과를 보여

주고 있다. VATEX를 데이터셋으로 하여 이전과 동일하게

제안모델과 W2VV [20], VSE++ [21]를 비교 모델로 두어

R@1, R@5, R@10을 평가지표로 선정해 실험을 진행하였으

며, W2VV와 VSE++의 실험결과는 Dual Encoding for

Video Retrieval by Text [18]의 실험을 참고하였다.

실험결과를 보면 가장 높은 성능을 보이는 VSE++ 모델

Model R@1 R@5 R@10 MedR mAP

W2VV [19] 1.1 4.7 8.1 23.6 0.037

MEE [20] 6.8 20.7 31.1 28.0 0.1470

Proposed

method
6.9 20.1 29.3 36.0 0.1426

표 1. MSR-VTT 데이터셋에 대한 텍스트-비디오 검색 결과

Table 1. Text-video retrieval results on MSR-VTT dataset

Model R@1 R@5 R@10

W2VV [19] 14.6 36.3 46.1

VSE++ [21] 31.3 65.8 76.4

Proposed method 31.0 64.0 75.2

표 2. VATEX 데이터셋에 대한 텍스트-비디오 검색 결과

Table 2.Text-video retrieval results on VATEX dataset

그림 3. 시각정보 처리모델과 제안모델의

텍스트-비디오 검색 시간 비교 결과

Fig. 3. Comparison result of text-video retrieval time between

a visual processing model and the proposed model

에 비해 큰 차이를 보이지 않지만, VSE++는 추가적인 샘플

링을 통한 학습과정과 시각 인코딩 과정을 거치며 많은 연

산이 필요하다. 따라서 캡션 정보를 이용하여 어느 정도 성

능을 보장하며 연산량을 줄인 제안 모델이 마찬가지로 큰

강점을 보이는 것을 확인할 수 있다.

그림 3 은 MSR-VTT 데이터셋에 대한 시각 정보 처리

모델과 제안 모델의 텍스트-비디오 검색 시간 즉, 모델의

추론시간 비교 그래프를 보여주고 있다. 시각정보 처리 모

델은 제안 모델과 동일한 추출단계를 이용해 비디오에서 시

각적인 특징을 추출해 비디오의 특성으로 이용하는 모델이

다. 1개의 쿼리 텍스트를 입력해 텍스트의 내용을 가장 잘

담는 비디오를 검색하는데 걸리는 시간까지를 측정하여 비

교한 결과를 보여주고 있는데, 제안모델이 0.09초 듀얼 인코

딩 모델이 0.26초가 측정되어 제안모델이 시각정보를 처리

하는 모델에 비해 약 3분의 1 적은 검색 시간 값을 가진다.

이러한 결과는 임베디드 환경 등의 연산 속도나 연산량이

중요한 분야에서 비디오 검색 문제를 다룰 때 복잡한 비디

오 시각처리 인코더 대신 캡션 정보를 사용할 수 있다는 가

능성을 시사한다.
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그림 4. MSR-VTT 데이터셋의 추론 결과 예시

Fig. 4. Example of inference result on MSR-VTT dataset

4.3 정성적 평가

그림 4 에서는 MSR-VTT 테스트 데이터셋에 넣어서 나

온 모델의 추론결과 예시를 보여주고 있다. 텍스트 쿼리와

후보 비디오 셋 (2990개)를 입력으로 넣었을 때 캡션을 이

용한 유사도를 산출한 영상의 결과를 보여주고 있으며, 쿼

리로 ‘a wedding party with people dancing’를 넣은 결과

video7310을 통해 만든 캡션인 ‘a group of people are

dancing’이 가장 높은 score를 얻어 다른 비디오 특징보다

검색 결과에 가깝다고 예측하였고 정답 비디오 클립과 일치

하였다. 이러한 결과를 통해 video의 시각적 인코더를 사용

하지 않더라도, 캡션 생성 모델을 통하여 비디오를 잘 표현

하는 텍스트를 얻을 수만 있다면 텍스트-비디오 검색에서

좋은 특징으로 사용가능함을 볼 수 있다.

V. 결 론

본 논문에서는 비디오를 이용해 만든 캡션 정보를 비디오

의 특성으로 활용해 텍스트-비디오 검색 문제를 해결하는

모델을 제안하였다. 기존모델의 경우 비디오의 특성을 처리

하기 위해 다양한 처리 방법을 사용한 탓에 두 데이터간 차

이에서 오는 격차 문제나 연산량이 복잡하다는 단점을 가지

고 있었다면, 제안 모델에서는 비디오의 정보를 담아낼 수

있는 캡션을 생성하고, 비디오의 특성을 캡션으로 정의함으

로써 텍스트의 특성과 직접적인 비교를 할 수 있어 공통 임

베딩 공간을 구축할 필요가 없다는 장점을 가진다. 또한 많

은 양의 연산을 요구하는 비디오의 시각 인코딩 과정을 생

략함으로써 기존의 모델 대비 경량화된 장점을 보여주었다.

제안 모델을 더 개선하기 위해, 텍스트 특징 추출을 큰

코퍼스를 이용해 학습된 BERT [22] 등의 사전 학습한 모델

을 활용한다면 더욱 좋은 성능을 낼 수 있을 것으로 기대된

다. 또한 생성 모델을 이용한 캡션이 의미 있는 정보로 활

용할 수 있다는 것을 실험을 통해 확인하게 되었고, 이를

비디오의 시각적 정보와 결합하여 더 발전된 검색 모델을

만들어 낼 수 있는 가능성을 보여준다.
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실시간 탄도 궤적 목표물 추적을 위한 GPU 기반 병렬적

입자군집최적화 기법
(Parallelized Particle Swarm Optimization with GPU for Real-Time

Ballistic Target Tracking)

한 윤 호, 이 헌 철*, 권 혁 훈, 최 원 석, 정 보 라
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Abstract : This paper addresses the problem of real-time tracking a high-speed ballistic target. Particle filters can be

considered to overcome the nonlinearity in motion and measurement models in the ballistic target. However, it is

difficult to apply particle filters to real-time systems because particle filters generally require much computation time.

This paper proposes an accelerated particle filter using graphics processing unit (GPU) for real-time ballistic target

tracking. The real-time performance of the proposed method was tested and analyzed on a widely-used embedded

system. The comparison results with the conventional particle filter on CPU (central processing unit) showed that the

proposed method improved the real-time performance by reducing computation time significantly.
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Ⅰ. 서 론

탄도 궤적을 가진 목표물 추적 및 요격의 성능은 얼마나

정확하게 목표물을 추적할 수 있는지에 따라 판단할 수 있

다. 목표물의 위치, 각도 등의 상태를 정밀하게 추정할 수

있는 알고리즘을 채택하여 표적을 추적하여야 한다. 일반적

으로 목표물의 상태 측정 시 발생하는 모델 노이즈는 수학

적 단순성을 고려할 때 가우스 분포를 가진다고 가정된다.

그러나 레이돔 탐색기 (Seeker radome)와 섬광 (Scintillation)

등에 의하여 발생하는 측정 모델 노이즈는 비선형 및 비가

우스 특성을 가지기 때문에 노이즈의 가우스 분포에 대한

가정은 적용되기 힘들다 [1, 2]. 비선형 및 비가우스 특성의

불확실성으로 인하여 기존의 몇몇 필터링 알고리즘들은 만

족스럽지 못한 성능이 나타날 수 있다는 것으로 알려져 있

다. 선형 칼만 필터 기반의 표적 추적 알고리즘들은 표적의

상태를 추정하는 도중 적절한 값에 수렴하지 않거나 심지어

값이 분기될 수 있다.

노이즈의 비선형 및 비가우스 특성으로 인하여 발생하는

문제들을 해결하기 위하여 Extended Kalman filter (EKF),

Particle filter (PF), unscented Kalman filter (UKF) 등의

다양한 비선형 필터들이 목표 상태 추정을 위하여 적용되었

다. 또한 최적화 기법도 비선형 및 비가우스 노이즈가 있는

환경에서 목표의 상태 추정을 위하여 적용될 수 있다. 그중

입자 군집 최적화 기법은 다양한 유형의 오류 분포를 처리

할 수 있는 능력을 가지고 있어 목표물의 상태 추정에 적용

하여 연구되고 있다. 또한 입자 군집 최적화 기법은 사용되

는 입자들이 서로 정보를 교환하면서 최적점을 찾아 나아가

기 때문에 몇 개의 입자들이 지역적 최소점 (local

minimum)에 빠지더라도 전체적으로는 전역 최적점 (global

optimum)을 수렴할 수 있다는 장점이 있다. 그러나 입자 군

집 최적화 기법 (Particle Swarm Optimization)을 사용할 때

가장 큰 제한점은 최적의 값을 찾기 위해서는 입자의 수와

알고리즘의 계산 반복 횟수에 비례하여 성능이 나타난다는

점이다. 따라서 실시간 시스템에 입자 군집 최적화 기법을

적용하기 위해서는 계산 문제에 대한 해결책이 마련되어야

한다는 제약점이 있다.

본 논문에서는 실시간 탄도 목표물의 정밀한 추적 및 요

격을 위하여 비선형 및 비가우스 노이즈 환경에서 상태 추

정이 가능하도록 입자 군집 최적화를 사용한다. 그러나 입

자 군집 최적화 기법을 사용하여 목표물의 상태를 정밀하게

추정하기 위해서는 많은 수의 입자들과 알고리즘의 반복 횟

수가 필요하다. 입자 군집 최적화 기법은 샘플링 기반의 알

고리즘으로써, 사용되는 입자 수와 반복 횟수가 커질수록

알고리즘 실행 시 소요되는 시간도 늘어난다. 따라서 실시

간성을 갖도록 하기 위해서는 입자 군집 최적화 기법의 가

속화가 필수적이다. 본 논문에서 입자 군집 최적화 중 계산

시간이 많이 소요되는 부분을 식별한 후, 그 부분에 대하여

GPU와 CUDA를 사용한 병렬화를 적용하였다. 또한 탄도

목표물 요격체에서 입자 군집 최적화 기법을 사용하여 상태
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추정을 한다는 가정하에 PC환경이 아닌 온보드 환경에 적

합하도록 NVIDIA Jetson Xavier를 사용하여 가속화가 진행

되었다. 따라서 임베디드 환경에서 입자 군집 최적화를

CPU와 GPU의 상호설계하여 실시간성을 향상시키며 탄도

목표물 상태 추정에 성공하였다.

표 1은 그중 대상 추적, 객체 추적, 모션 추적 등의 다양

한 목표 상태 추적 연구에 입자 군집 최적화 기법이 사용된

다는 것을 보여준다. 미사일 응용에 사용되는 관련 연구도

발견된다. GPU를 이용한 가속화 방법은 여러 분야에서 적

용할수 있다 [3]. 입자 군집 최적화 기법의 가속화는 연구들

은 실시간 임무 완수를 위하여 GPU를 CUDA와 함께 사용

하여 수행되며, 입자 군집 최적화 기법의 가속화 연구는 대

부분 모션 추적 연구에서 진행되었다. 입자 군집 최적화 기

법은 목표물의 상태 추적이 아닌 검출 등 다른 방면에서도

가속화 연구가 진행되고 있다 [4, 5]. GPU를 사용하여 입자

군집 최적화를 가속화한 연구들은 대부분 사용된 입자들이

가지고 있는 정보의 에러를 계산하는 부분이나 비용함수를

계산하는 부분을 가속화 하였다. 본 논문에서의 입자 군집

최적화 기법은 탄도 목표물을 추적하는 목적에 적용되어 다

른 연구들과 어플리케이션이 차이가 있다. 때문에 다른 연

구들과 달리 알고리즘 중 연산시간이 가장 많이 소요된 입

자들이 어느 지점으로 움직여야 하는지 판단하는 부분과 우

도함수 계산부분을 가속화 하였다.

본 논문의 나머지 부분은 다음과 같이 구성되어 있다. 우

선 입자 군집 최적화 기법과 최적화 기법을 사용하여 탄도

궤적 목표물 추적과 입자 군집 최적화 기법이 실시간성을

가지기에 제한점에 대하여 설명한다. 다음으로 입자 군집

최적화 알고리즘의 블록 단위로 프로파일링하여 각 부분마

다 소요되는 연산시간을 구한 후 각 입자가 가지는 정보를

업데이트하는 부분과 입자들이 가지는 정보를 종합하여 최

적의 값을 찾는 부분에 대한 병렬화 방법이 제안된다. 마지

막으로 임베디드 시스템에서 제안된 방법의 결과를 병렬화

하지 않은 알고리즘과 제안된 방법을 사용한 알고리즘의 결

과를 비교한 후 결과들에 대한 결론을 제시한다.

Related

Works

GPU-based

parallelization

Parallelization

part

Missile

Application

[6], [7],

[8], [9]
X - X

[10], [11] X - O

[12] O calculation of the
error

X

[13] O
calculation of the
cost func X

Ours O

predicted
measurement /
associated

likelihood func

O

표 1. 목표 추적에 적용된 입자 군집 최적화 관련 연구들

Table 1. Related works to PSO for target tracking

Ⅱ. 탄도 궤적 목표물 추적

1. 표본 추출 기반 탄도 궤적 목표물 추적

특정 대상을 추적하는 알고리즘의 주 목표는 실제 추적하

는 대상의 상태를 실시간으로 추정하는 것이다. 본 연구의

대상인 탄도 미사일의 추적 알고리즘의 성능을 평가하기 위

해서는 먼저 탄도 미사일 궤적의 모사가 요구된다. 대기권

밖에서의 비행과 달리 대기권으로의 재돌입 한 후에는 중력

과 더불어 항력 등의 공기역학적 힘이 탄도 미사일의 경로

를 결정하는 데 중요한 영향력을 미친다. 본 연구에서는 탄

도 미사일을 점 질량으로 가정하였으며, 3차원 데카르트 좌

표계에서 기술하였다. 다음은 중력 및 공기역학적 힘을 포

함한 3차원 비선형 운동 방정식을 나타낸다.

(1), (2), (3)의 함수에서 , , 는 위치를 나타내며 는

속도 나타내고, 와 는 각각 비행경로각과 헤딩각을 의미한

다. 또한, 은 질량, 는 중력 상수를 나타내며,  은

각각 추력, 항력, 양력을 나타낸다. 공기역학적 힘은 공기 밀

도 , 항력 계수 , 양력 계수  그리고 기준 넓이 로

이루어져 있다. 그리고, 는 양력을 발생 방향을 나타낸다.

본 연구에서 고려하는 재진입 단계에서는 일반적으로 추진기

관의 연소가 끝난 상태이기 때문에 추력은 0으로 설정하였으

며, 질량도 일정하다고 가정하였다. 또한, 대기권 내에서 일

반적으로 탄도 미사일의 기동이 미미하고 항력에 비하여 상

대적으로 영향이 작기 때문에 양력을 0으로 가정하였다.

coscos
cossin
sin

(1)



sin



cos cos

cos

sin

(2)

 


 ∙∙

 


 ∙∙

(3)

2. 목표물의 움직임 및 측정 모델

목표물 추적은 기준 운동 모델을 기반으로 추정 알고리즘

을 설계하므로 몇 가지 모델을 고려할 수 있다. 본 논문에

서는 잘 알려져 있는 Singer 모델을 기반으로 연구되었다

[14, 15]. Singer 모델은 목표물의 가속도가 평균이 0인, 1차

정적 마르코프 프로세스라고 가정한다. 연속적인 시간에서

Singer 모델의 상태 공간 표현은 (4)와 (5)의 식으로 나타낼

수 있다. (4)의 식에서 구할 수 있는 는 추적 목표물의 상

태를 의미한다. (4)와 (5)의 식에서 는 평균이 0이며, 시정

수 로 얻어지는 백색 가우스 노이즈이다. 그리고 와 

행렬의 와 는 3차 항등 행렬과 기동 상수이다. 의 이

산 시간 방정식은 (6)과 (7)의 식으로 나타난다. 여기서 

와 ∆는 상태 전이 행렬과 샘플링 시간 간격을 의미한다.
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그림 1. 100개의 입자를 사용한 입자 군집 최적화 탄도 목표물 추적 결과

Fig. 1. Result of the ballistic target tracking with PSO using 100 particles

그림 2. 200개의 입자를 사용한 입자 군집 최적화 탄도 목표물 추적 결과

Fig. 2. Result of the ballistic target tracking with PSO using 300 particles
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(6)의 공분산은 전력 스펙트럼 밀도 (Power Spectral

Density)인 와 백색 노이즈 jerk 모델인 로 구성된다.

일정 시간 동안 가속이 증가하는 크기는 해당 시간 동안의

jerk의 적분을 나타낸다.

(4)의 식에서 상태 변수 는 다음 (9)의 식처럼 데카르트

좌표계에서 위치, 속도 및 가속도를 나타내는 벡터인 , 

그리고 를 사용하여 정의한다. (10)의 식에서    은

데카르트 좌표계에서 목표물의 위치를 의미한다.

     (9)

     (10)

목표물의 측정값인 고도, 방위각, 그리고 거리는 탄도탄

탐지 레이더에 의하여 측정된다고 가정한다. 이 측정값들은

표적과 레이더의 상대 위치에 따라서 얻을 수 있다. (11)의

식에서의 아래 첨자 는 목표 대상과 레이더 사이의 상대적

위치를 나타내고, 은 레이더 위치를 의미한다. 따라서 두

개의 베어링 각도 와 , 상대 거리 는 레이더 측정 오

차 등을 포함하여 다음 식 (12)와 같이 나타낼 수 있다. 레

이더 측정 오차는 가우시안 잡음인 레이더 수신기 잡음 ,

 그리고 와 비가우시안 잡음인 글린트 (Glint) 잡음

와 로 구성된다 [16].
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Ⅲ. 문제점 기술

1. 목표물 추적 문제

탄도 미사일과 같은 고속의 목표물 경우 추적 알고리즘의

업데이트율과 추정 정확도가 매우 중요한 부분이다. 성공적

인 요격을 위한 정밀 유도 및 제어는 얼마나 정확히 표적을

추적할 수 있는지에 크게 영향을 받는다. 본 연구에서는 입

자 군집 최적화 알고리즘이 목표 추적의 높은 추정 정확도
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를 위하여 사용되었다. 탄도 궤적을 가지는 목표물을 추적

하기 위하여 입자 군집 최적화를 적용하였을 때, 충분한 수

의 입자를 사용하여야 높은 정확도를 가지는 추정을 할 수

있다. 입자 군집 최적화에서 충분하지 않은 수의 입자들을

사용하였을 때의 목표물 추적 결과는 그림 1과 그림 2에 나

타난다. 그림 1은 탄도 목표물 추적에 100개의 입자를 사용

한 입자 군집 최적화 결과이며 그림 2는 200개의 입자를 사

용하였을 때이다. 두 그림 모두 파란 선으로 나타난 목표물

의 실제 상태를 정확하게 추정하는데 실패하였다. 그림 1보

다 그림 2에서 목표물의 실제 값과 추정 값 간 차이가 좀

더 작았다. 따라서 목표물의 정확한 상태 추정을 위하여 보

다 많은 수의 입자가 필요하다는 것을 알 수 있다.

2. 실시간성 문제

탄도 궤적 목표물을 요격하기 위해서는 대상 목표물을 요

격할 물체가 실시간으로 상태를 추정할 수 있어야 한다. 그

러나 입자 군집 최적화 알고리즘 특성상 정확한 추정을 위

하여 계산 시에 시간이 많이 소요된다는 커다란 제한점이

있다. 입자 군집 최적화 알고리즘은 입자들이 가지는 속도,

가속도 그리고 위치 정보를 계산한 후 그 중의 최적값을 찾

아 움직이며 최적점을 찾아내는 알고리즘이다. 입자들이 가

지는 정보를 계산하는 부분이 한 사이클마다 반복해서 진행

되며, 각각의 입자마다 가지는 정보를 계산하기 때문에 알

고리즘 수행 시 많은 계산시간이 소요된다. CPU를 이용하

여 입자 군집 최적화 알고리즘을 진행하게 되면 반복 횟수

만큼 순차적으로 계산이 수행된다. 정확한 목표 상태 추정

을 위하여 입자 수가 증가할수록 동일한 계산을 더 많이 반

복하여야 하므로 알고리즘 수행 중 계산시간 또한 증가한

다. 목표물의 상태 추정을 위하여 입자 군집 최적화 기법을

적용하여 고속으로 움직이는 탄도 목표물을 추적하여 요격

할 때, 이러한 제한점으로 인하여 실시간으로 변경되는 목

표물의 상태를 제대로 추적할 수 없으므로 요격에 실패할

수 있다. 따라서 고속으로 움직이는 탄도 목표물에 대하여,

추적 시 실시간으로 목표물의 상태 추정할 수 있어야 하므

로 이 문제를 해결하기 위하여 입자 군집 최적화 기법에 대

한 GPU 기반 가속화 방법을 제안한다.

탄도 목표물을 추적하여 요격하기 위한 물체는 목표물 상

태 추정을 위한 장치가 탑재되어야 한다. 해당 물체에 PC

환경을 탑재하기는 전력, 발열 등의 문제로 인하여 제한이

된다. 때문에, 주로 목표물 상태 추정의 계산을 진행할 수

있는 보드 등을 사용하게 된다. 이를 고려하여 본 논문에서

의 실험은 임베디드 시스템에서 CPU와 GPU를 상호 설계

하여 병렬화 및 가속화를 진행하였다. 탄도 목표물의 실시

간 추적 및 요격을 위하여 입자 군집 최적화 기법을 온보드

환경에서 가속화하여 실시간성을 향상하였다.

Ⅳ. 제안하는 기법

1. 데이터 획득

우선 CPU에서의 전체 알고리즘의 흐름도는 그림 3에 나

타난다. 먼저 앞서 설명한 식들을 근거로 하여 추적하기 위

한 탄도 목표물의 모델을 만들고 추적 시 발생하는 노이즈

를 생성한다. 그 후 생성된 탄도 목표물에 대한 상태를 추

정하기 위하여 입자 군집 최적화 기법을 적용하여 목표를

추적할 수 있도록 한다. 입자 군집 최적화 기법의 알고리즘

은 먼저 입자들을 생성하고 값을 초기화한다. 생성된 입자

들에 최적값을 찾고자 하는 공간에 랜덤한 값들을 부여한

다. 입자들이 가지는 값들은 그 지점에서의 위치, 속도 그리

고 가속도의 정보를 의미한다. 이 정보를 사용하여 목표물

에 대한 상태를 추정한다. 다음 추정한 결과값을 우도 함수

에 적용하여 가장 가능성 있는 추정치를 구한다. 각각의 입

자가 가지고 있는 정보 중 가장 최적점으로 판단되는 값을

국소 최적점 (Local optimal point)이라 하고, 모든 입자가

가지고 있는 정보 중에서 가장 최적점으로 판단되는 값을

전역 최적점 (Global optimal point)이라 한다. 우도함수로

구한 추정치와 전역 최적점, 국소 최적점 그리고 입자의 정

보를 사용하여 입자 정보에 대하여 업데이트를 진행한다.

이 과정이 각각의 입자마다 적용되며 임의의 반복 횟수

만큼 반복하며 최적점을 찾아간다. 입자 군집 최적화 알고

리즘이 완료되면 탄도 목표물의 실제값과 비교하여 얼마나

정밀하게 목표물의 상태를 추정하였는지 확인한다.

2. 계산 시간 프로파일링

입자 군집 최적화 알고리즘을 병렬화하기 전, 알고리즘

중 어느 부분에서 계산 시간이 많이 소요되는지 식별하는

작업이 병렬화를 하기 전 선행되어야 한다. 입자 군집 최적

화를 사용하여 탄도 목표물을 추적하는 알고리즘을 보여주

는 그림 3의 흐름도에서 각 부분마다 소요되는 계산 시간을

그림 4에서 보여주고 있다. 알고리즘 각각의 부분마다 소요

되는 시간을 식별하기 위하여 입자 군집 최적화 알고리즘의

입자는 1000개로 정의하였고 한 입자가 최적점을 향하여 이

그림 3. 목표물 추적 알고리즘의 흐름도

Fig. 3. Flowchart of target tracking algorithm
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그림 4. 입자 군집 최적화 기법을 적용한 목표물 추적 알고리즘의 각 파트별 수행시간

Fig. 4. Computation time of the Target tracking algorithm using Particle Swarm Optimization

동하는 횟수는 10번으로 정의하였다. 그림 4에서 추적 대상

이 되는 탄도 목표 모델 생성 부분과 노이즈 모델을 생성하

는 부분들은 목표물을 추적하는 알고리즘에서 소요되는 시

간에 비하여 매우 적은 시간을 필요로 한다. 목표물의 상태

를 추정하는 입자 군집 최적화 부분에서 시간이 많이 소요

되는 것을 알 수 있다. 특히 시간이 가장 많이 소요되는 부

분은 각 입자들이 가지는 정보를 사용하여 입자들이 어느

지점으로 움직여야 하는지 판단하는 부분과 우도함수를 계

산하는 부분으로 식별되었다. 이 부분의 계산 시간은 약

6314.839초 소요되었으며 이 부분에 대하여 GPU를 사용한

병렬화를 진행하고 결과적으로 CPU에 비하여 실시간성을

가질 수 있도록 가속화 하였다.

3. 병렬적 입자 군집 최적화 기법

3.1 목표의 대한 상태 추정 부분 병렬화

그림 4에서 제일 시간이 오래 걸리는 부분이라고 식별된

부분 중 먼저 입자들이 가지고 있는 정보들을 사용하여 목

표의 상태라고 예측되는 측정값을 구하는 부분을 병렬화한

다. 데카르트 좌표계 안에서 목표의 위치와 상태를 추정하

기 위하여 목표의 거리와 각도와 목표의 회전 각도를 다음

의 식을 사용하여 구한다.

       (13)

    

  

  


(14)

     


(15)

(13), (14) 그리고 (15)의 식에서 거리, 각도, 회전 각도를

추정하기 위하여 사용되는 , , 은 후에 서술할 입

자 군집 최적화 알고리즘에서 최적점을 찾아가기 위하여 알

고리즘 안에서 구해지는 입자의 위치 정보이다. 목표 상태

의 추정을 위하여 알고리즘상의 입자 위치 정보는 행이 3개

이고 열은 입자 군집 최적화에 사용되는 입자의 개수 ()만

큼의 크기를 가지는 행렬로 얻어진다. (13)～(15)의 식은 입

자의 개수인 번 만큼 반복되며 각각 열이 개인 행렬로

나타난다. 입자의 개수만큼 위의 식들이 반복되면서 목표

상태를 추정하기 때문에 입자가 많을수록 정확도가 높은 상

태를 추정할 수 있지만, 계산 또한 많이 반복되기 때문에

병렬화를 진행하여 가속화 하였다.

CUDA 커널들을 정의하기 전, 커널들에 사용될 스레드와

블록들에 대하여 정의하여야 한다 [17]. 스레드의 크기는

1024로 정의하였으며, 스레드들을 포함하는 블록은 (N × 입

자의 수)로 정의된다. 커널에 들어갈 데이터 행렬들의 행의

크기에 따라 N을 1, 3, 9로 3개를 정의하였다. 커널에서 입력

받은 데이터들의 주소를 찾기 위한 id는 아래 (16)의 식을 사

용하여 정의된다. (16)의 식에서 는 GPU 메모리 블

록의 x축 차원의 개수이며, 는 블록의 행의 개수,

그리고 는 스레드의 수를 의미한다. 본 연구에서

한 블록이 가질 수 있는 스레드의 수는 1024개로 정의하였다.

     (16)

CUDA를 사용하여 GPU 상에서 병렬 계산하기 위하여 (1

3)～(15)의 식에 사용되는 함수들을 커널로 정의하여야 한다.
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그림 5. 거리, 각도, 회전 각도를 구하기 위한 입자들의 위치정보

제곱 커널

Fig. 5. Square kernel of positional information of the particles

to obtain Range, Theta, and Psi

그림 6. 거리, 각도, 회전 각도를 계산하는 커널

Fig. 6. Kernels for obtaining Range, Theta, and Psi

알고리즘 상의 입자의 위치 정보 값이 본래의 값과 제곱

값이 사용되기 때문에 위치 정보 값을 제곱해주는 커널을

정의한다. (13), (14), (15)의 수식들을 각각 커널로 정의하여

CUDA를 사용하여 병렬 계산할 수 있게 하였다. 먼저 그림

5와 같이  행렬들의 제곱을 구하는 커널을 정의하여 입

자 정보의 제곱을 병렬 계산하여 구한다.

그 후 거리, 각도, 회전 각도를 구하는 (13)～(15)의 식들

은 서로의 결과에 영향을 끼치지 않아 독립적으로 연산이

가능하다. 그림 6과 같이 거리, 각도, 회전 각도를 구하는 커

널들을 동시에 병렬 수행하여 계산시간을 단축한다.

3.2 입자 정보 업데이트 부분 병렬화

두 번째 부분은 입자가 가지고 있는 정보를 업데이트하는

부분에서 계산시간이 많이 소요된다. 이 부분을 크게 두 부

분으로 나누면 입자가 가지고 있는 정보를 업데이트하는 부

분과 업데이트하기 전 업데이트에 사용되는 값을 구하는 부

분으로 구분한다. 먼저 입자 군집 최적화 기법에서 입자가

가지고 있는 정보를 업데이트하는 부분은 아래의 식으로 구

할 수 있다.

         

       
(17)

       (18)

       (19)

(17)의 식에서 입자 군집 최적화 알고리즘 내의 하나의

입자가 가지고 있는 위치 정보 , 속도 정보, 국소 최적

점 , 모든 입자들이 가지는 정보 중 전역 최적점 를

사용하여, 다음 사이클에 하나의 입자가 가질 가속도

정보를 구할 수 있다. (18)과 (19)의 식 또한 하나의 입자가

가지는 속도, 가속도, 위치 정보를 사용하여 다음 사이클에

하나의 입자가 가질 속도와 위치정보를 구한다.

식 (13)～(15)에서 사용되는 입자의 위치 정보는 식 (17)～

(19)을 사용하여 업데이트 한다.

입자가 가지고 있는 정보들을 위의 식들을 적용하여 업데

이트하기 전, 한 사이클에서 (13)～(15)의 식을 사용하여 목

표의 상태를 추정한 후 추정한 결과값을 우도 함수에 적용

하여 가장 가능성 있는 추정치를 구하여 다음 사이클의 입

자 정보 업데이트에 사용한다.

 


exp 



 


 (20)

거리의 대한 추정치는 (20)의 식을 사용하여 구한

다. 는 추적할 목표물에 대하여 추정한 거리 데이터에

서 발생할 수 있는 노이즈이며, 은 목표물에 대하여

추정한 거리 측정값이다. 본 논문에서는 를 1로 설정하

였다. 또한 (20)과 (21)～(24) 식에서 사용되는 는

(13)의 식을 사용하여 얻은 목표의 거리 추정치이다.

 


 
   (21)

  exp
  

 

 


 (22)

 


 
   (23)

  exp
  

 

 


 (24)

각도와 회전 각도의 추정치는 (21)～(24)의 식들을 사용하

여 구할 수 있다. 각도의 측정 노이즈 와 회전 각도의

측정 노이즈 는 0.1로 설정하였고 추정 시 생길 수 있는

노이즈 과 는 각각 0.5와 1로 설정하였다. 노이즈

값들과 각각의 측정값들을 사용하여 각도와 회전 각도에 대

한 추정치는 위의 식에서 구할 수 있는 들의 합으로 나
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그림 7. 우도함수를 계산하기 위한 커널들

Fig. 7. Kernels for calculating the likelihood functions

타낼 수 있다. 이러한 과정을 각각의 입자마다 반복하여 입자

가 가지는 추정치를 구하여야 하므로 입자의 정보를 업데이

트하는 과정보다 이 과정에서 많은 계산 시간이 소요된다.

(20)～(24)의 연산을 병렬 계산을 위하여 CUDA 커널로

정의할 때, 공통적인 연산들은 같은 커널을 사용할 수 있다.

그림 7에서 나타나듯이, (22)와 (24)의 식에서 과

를 구하는 연산은 사용되는 노이즈의 값만 다르기 때

문에, 노이즈 값만 다르게 하여 병렬 계산한다. 마찬가지로

(21)과 (23)의 식 또한 같은 형태를 띠고 있어 커널에 들어

가는 값만 차이를 주면 되어 동일한 커널을 사용할 수 있다.

그림 8에서 CUDA를 사용하여 병렬 계산을 진행할 때,

사용되는 커널들의 전체적인 흐름도를 보여준다. 먼저 목표

에 대한 상태 추정 부분을 병렬 계산한다. 여기서 얻어지는

거리 정보에 대한 추정을 사용하여, 입자들이 가진 정보를

업데이트 하기 전 단계인 가장 가능성 있는 추정치를 구하

는 우도 함수 부분을 병렬 계산하여 가속화한다.

Ⅴ. 실험 결과

1. 탄도 궤적 목표물 추적 결과

논문에서 입자 군집 최적화 알고리즘 중 목표의 상태 추

그림 8. 입자 군집 최적화에 사용되는 CUDA

커널 흐름도

Fig. 8. Flowchart of CUDA kernels in PSO

정 부분과 추정치를 구하는 부분을 병렬화하여 고속 표적

추적을 위한 GPU로 입자 군집 최적화 기법을 가속화 한다.

제안된 가속화 된 알고리즘의 추적 결과는 탄도 표적 추적

시나리오에서 평가한다. 수치적 시뮬레이션을 위하여 식 (1)

과 (2)의 동적 모델을 사용하여 실제 기준 궤적을 생성한다.

비산물의 공기역학적 항력과 중량은 [18]을 참고하여 설정하

였다. 샘플링 간격은 ∆ = 0.01초로 설정하였으며 총 시뮬

레이션 시간은 3초가 소요되었다. 레이더 수신기 소음 모델

의 표준 편차 ,,는 각각 1m, 0.1deg, 0.1deg이며 글린

트 노이즈 , 는 (25)의 식과 같은 가우시안 분포를

따른다.

  (25)

위의 식에서 는 글린트 확률을 의미하며, 은

～
 , 는 ～  

를 따르는 가우스 모

델이다. 추적 모션 모델은 식 (5)를 따르는 Singer 모델이며

측정 모델은 식 (12)를 사용하여 얻는다. 레이더의 위치는 지

상에 고정되어 있는 것으로 가정하고, 탄도 표적은 중력 및 공

기역학적 항력을 고려하여 고속으로 움직인다고 가정 한다. 따

라서 탄도 표적의 속도는 시뮬레이션 시간에 따라서 달라진다.
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그림 9. 한 입자의 이동 횟수가 5일 때의 레이더 측정 및 트루 모델과 추정한 목표 결과 범위 비교

Fig. 9. When the number of epoch used in PSO was 5, Estimated target model compared to calculated by radar measurements and true position.

그림 10. 한 입자의 이동 횟수가 10일 때의 레이더 측정 및 트루 모델과 추정한 목표 결과 범위 비교

Fig. 10. When the number of epoch used in PSO was 10, Estimated target model compared to calculated by radar measurements and true position.

궤적 및 상태 추정의 결과는 그림 10에 나타난다. 입자

군집 최적화 알고리즘에 사용되는 입자 수와 입자의 이동횟

수가 너무 적으면 수렴이 잘되지 않거나 에러 바운드가 크

게 튀는 현상이 발생한다. 목표물 추적 알고리즘이 잘 수렴

하도록 입자 군집 최적화 알고리즘의 입자는 1000개로 정의

하였고 한 입자가 최적점을 향하여 이동하는 횟수는 10번으

로 정의하였다. 초반 부분의 에러 바운드가 튀는 현상이 있

지만 이것은 입자 군집 최적화 기법의 특성상 처음에는 랜

덤한 값이 들어가기 때문이고 반복이 진행될수록 최적의 값

을 찾아가기 때문에 후에는 목표 상태 추정이 제대로 동작

하는 것을 알 수 있다. 비교를 위하여 한 입자의 이동횟수

를 5번으로 조정하였을 때의 하향 범위 비교와 고도 범위

비교 결과를 그림 9에 나타내었다. 그림 9, 10의 왼쪽 그림

은 트루 모델과 추정된 고도 범위를 (Altitude) 비교한 그림

이며 중간 그림은 교차 범위 (Cross-range), 오른쪽 그림은

목표 하향 범위 (Down-range)의 결과 비교를 보여준다.

2. 병렬화 및 가속화 결과

본 논문에서의 병렬화 및 가속화 실험은 NVIDIA Jetson

Xavier 환경에서 진행되었으며, CPU는 6-core NVIDIA

Carmel ARM v8.2 64-bit GPU는 NVIDIA Volta architecture

with 384 NVIDIA CUDA cores and 48 Tensor cores 사양을

가진다. 실험에서는 CPU만을 사용한 병렬화 하지 않은 입자

군집 최적화 기법과 CPU와 GPU를 함께 사용하여 병렬화

그림 11. 전체 목표 추적 알고리즘의 계산 시간 비교

Fig. 11. Computation time of Whole target tracking algorithm

된 입자 군집 최적화 알고리즘을 비교한다.

그림 11에서는 목표 추적 알고리즘 전체 수행시간 비교가

나타나 있으며 그림 12과 표 2 에서는 그 중 입자 군집 최

적화 알고리즘만의 CPU와 GPU 사용 간의 수행시간 비교

를 나타낸다. 목표 추적을 위한 알고리즘은 300번의 반복을

진행하여 수행되었으므로, 표 2의 계산시간은 그중 1번의

반복에서 입자 군집 최적화 기법이 수행된 시간을 의미한

다. 그림 11, 12과 표 2에서 입자 군집 최적화 기법에 사용

된 입자 수가 100, 500개 즉, 입자 수가 적을 때는 CPU만을
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그림 12. 목표 추적 알고리즘 중 입자 군집 최적화 기법의

계산 시간 비교

Fig. 12. Computation time of Particle Swarm Optimization

Number of
Particles

only CPU CPU+GPU

100 1.2031 3.8219

500 8.1129 4.7291

1000 22.8975 5.4873

1500 44.4302 7.0893

2000 72.3309 7.7308

3000 149.1618 9.5788

4000 252.9826 11.4243

표 2. 한 step 당 입자 군집 최적화 기법의 계산 시간 비교

Table 2. Computation time comparison of Particle Swarm

Optimization per one step

사용했을 때 계산시간이 더 적게 소요되거나 비슷하게 소요

된다. 하지만 입자 수가 1000개 이상으로 사용되었을 때에

는 CPU만을 사용하여 알고리즘을 진행하였을 때보다 GPU

를 사용하여 앞서 설명한 연산시간이 많이 걸리는 부분을

병렬화하여 진행한 부분이 더 시간이 적게 걸리는 것을 알

수 있다. 병렬 계산을 위하여 CUDA를 사용하면 필연적으

로 오버헤드가 발생한다. 오버헤드 시간은 CUDA 사용을

위한 CUDA 초기화, 선언된 커널들을 불러오는 시간 등을

포함하게 된다. 그림 11, 12 그리고 표 2에서 GPU를 사용하

여 계산 시간을 진행하였을 때 오버헤드 시간까지 포함한

결과이다. 오버헤드 시간은 입자 군집 최적화 기법의 입자

수와 관계없이 평균적으로 97초 정도 소요되었다.

표 3과 그림 13에서는 입자 군집 최적화 기법을 입자 수

를 1000개로 설정하여 진행된 탄도 목표 추적 알고리즘의

전체 계산 시간을 파트별로 보여준다. 앞서 설명한 계산 시

간이 많이 소요된다고 식별된 목표에 대한 상태 추정 부분

과 입자 정보 업데이트 부분을 GPU를 사용하여 병렬화하였

을 때, 해당 파트들이 CPU만을 사용하였을 때보다 계산시

간이 현저히 줄어 가속화가 성공하였다는 것을 알 수 있다.

CUDA 사용을 위한 오버헤드를 포함하더라도 전체 계산 시

간은 GPU를 사용하여 병렬화한 방법이 계산 시간이 적게

소요되었다.

Part
Computation time(s)

Only CPU CPU + GPU

CUDA init delay - 94.559

Others 746.68 819.849

predict measurement/
associated likelyhood

func
6314.839 1011.639

Total 7061.519 1926.047

Without CUDA init
delay

7061.519 1831.488

표 3. 목표 추적 알고리즘의 파트별 계산 소요 시간

Table 3. Computation time for each part of the target tracking

algorithm.

그림 13. 목표 추적 알고리즘의 파트별 계산 소요 시간

Fig. 13. Computation time for each part of the target tracking

algorithm.

Ⅵ. 결 론

본 논문에서는 고속으로 움직이는 탄도 목표물을 추적하

는 문제에 대하여 입자 군집 최적화 기법을 사용하였으며

실시간성을 가지기 위하여 GPU를 사용한 가속화를 진행하

였다. 입자 군집 최적화 기법을 사용하여 목표로 하는 탄도

목표물의 움직임과 각도 등의 상태 추적을 하였다. 입자 군

집 최적화 기법의 특성상 알고리즘의 반복이 진행되지 않은

초반에는 입자들이 최적의 값의 정보를 가지고 있지 않기

때문에 에러 바운드가 튀는 부분이 있으나, 알고리즘이 진

행되어 반복이 진행되면서 입자들이 가지고 있는 전역, 국

소 최적점의 정보를 따라 최적점을 찾아 움직이면서 상태

추적이 정상적으로 진행되었다.

탄도 목표물의 추적 알고리즘에서 입자 군집 최적화 기법

에서 대부분의 시간이 소요되었으며, 특히 그 중 입자가 가

지고 있는 정보를 이용한 목표에 대한 상태 추정 부분과 입

자 정보 업데이트 부분에서 계산 시간이 많이 소요되는 것

을 식별하였다. 입자 정보 업데이트 부분에서도 입자 정보

를 업데이트 하기 전 업데이트에 필요한 값을 구하는 부분

에서 시간이 많이 소요되었다. 계산 시간이 많이 소요된다

고 식별된 두 부분을 CUDA를 사용하여 GPU를 이용한 병
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렬화하였으며 CUDA 사용을 위하여 필연적으로 발생하는

오버헤드 시간을 고려하더라도 CPU만을 사용하여 알고리즘

을 진행하였을 때보다 계산 시간이 줄어들었다. 탄도 목표

물 추적 시 CPU만을 사용하여 목표물의 상태 추정을 하는

것보다 GPU를 사용한 본 논문에서 제안된 병렬화 된 입자

군집 최적화 기법을 적용한 알고리즘이 계산 시간을 더 적

게 소요하기 때문에 CPU만을 사용하였을 때보다 실시간성

을 더 가지게 된다.
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improved performance of the matrix multiplication routine by maximizing the reusability of the input matrix and

optimizing the operation pipelining. In addition, we applied the proposed technique to the DarkNet framework to check
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Ⅰ. 서 론

뉴럴네트워크의 경량화 및 가속화가 컴퓨터 비전 분야의

중요한 주제로 다루어지고 있다 [1-2]. 뉴럴네트워크 경량화

를 위해 네트워크 구조 탐색 (Network Architecture Searc

h), 지식증류 (Knowledge Distillation), 가지치기 (Pruning),

재매개변수화 (Reparameterization), 양자화 (Quantization)

등이 연구되고 있다 [3-5]. 하지만 단순히 뉴럴네트워크 경

량화만으로는 성능 향상을 기대할 수 없으며, 뉴럴네트워크

를 효율적으로 실행할 수 있는 하드웨어가 수반되어야 한다

[6]. 뉴럴네트워크 가속이 가능한 상용 하드웨어는 구글의

TPU (Tensor Processing Unit) [7], 인텔의 NCS (Neural C

ompute Stick) [8] 등 의 ASIC (Application Specific Integr

ated Circuit) 기반 가속기가 있다. FPGA (Field Programm

able Gate Array) 기반의 연구용 가속 하드웨어로는 TVM

백엔드로 공개된 오픈소스 VTA (Versatile Tensor Acceler

ator) [9] 가속기가 대표적이다. CNN (Convolutional Neural

Network:CNN)의 핵심 연산인 컨볼루션 연산은 Im2col (Im

age to Columnize)변환을 통해 행렬 곱셈으로 차원축소가

가능하다 [10]. 행렬 곱셈 연산으로 차원을 낮추게 되면 이

미 잘 정의되어있는 BLAS (Basic Linear Algebra Subprog

ram) 라이브러리를 행렬 곱셈에 적용할 수 있다. 하지만, 기

존 BLAS 라이브러리는 범용 CPU, GPU를 타겟으로만 최

적화 되어, 새로운 하드웨어에 적용이 어렵다 [10-15]. 또한,

정확도 표현을 낮추어 데이터양을 줄이는 양자화 기법을 적

용하고자 할 때 INT8 과 같은 저정확도 데이터 표현을 대

부분의 BLAS에서 지원하지 않고 있다. 따라서, 기존의 BL

AS를 새로운 가속 하드웨어 바로 적용하는 것은 현실적으

로 불가능하다.

본 논문에서는 FPGA 기반 뉴럴네트워크 가속기 VTA와

같은 행렬 곱셈기반의 가속 회로에서 적용 가능한 2차 타일

링 GEMM 기법을 제안하고자 한다. 본 논문의 기여를 정리

하면 다음과 같다.

l 2차 타일링 기반 최적화 행렬 곱셈 : 행렬 곱셈에서 행

렬들의 크기가 커질수록 메모리 접근에 비용이 커지게 된

다. 이러한 메모리 접근의 비효율성을 개선하고자 타일링

기법을 사용하게 되는데, 본 논문에서는 하드웨어에 최적화

된 타일 크기와 메모리에 최적화된 크기 2가지의 타일로 메

모리를 구성함으로 연산 성능을 극대화하였다. 제안하는 기

법은 비정방형행렬, 정방형행렬 케이스에서 평균 2.4배 이상

의 성능 개선을 보였다.

l DarkNet [16] 딥러닝 프레임워크 개선 : 제안하는 행

렬 곱셈 가속 기법의 성능을 확인하기 위해서 오픈소스 딥
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러닝 프레임워크인 DarkNet의 코드를 수정하여 최적화된 V

TA 백엔드를 구현하였다. DarkNet 프레임워크는 Im2Col

기반의 행렬 곱셈은 지원하지만, 특정 가속 하드웨어를 지

원하으며 양자화 같은 가속 기능들이 적용되어있지 않다.

따라서 본 연구를 위해 DarkNet 프레임워크에 VTA 백엔드

를 지원하도록 하였고, 양자화 일부 기능을 지원하도록 수

정하였다. 제안하는 기법을 적용하였을 때 ResNet-18 모델

[17]의 추론 성능이 다크넷에서 기본 지원되는 CPU 대비 V

TA 타겟에서 2.3배의 성능 향상을 달성하였다.

본 논문의 2장에서는 뉴럴네트워크 및 행렬곱셈과 관련된

연구들을 정리하여 연구의 목적을 설명하고자 한다. 3장에

서는 제안하는 기법인 2차 타일링 행렬 곱셈 가속과 DarkN

et 프레임워크 개선에 대해 자세히 소개한다. 4장에서는 제

안하는 기법의 성능 개선을 실험 및 평가하여 연구의 성과

를 제시하고, 5장에서 본 연구의 결론을 맺는다.

Ⅱ. 관련연구

1. 컨볼루션 연산의 차원 축소 기법

CNN의 핵심 연산은 그림 1 위와 같이 컨볼루션 연산으로

써 입력이미지 (C x H x W)와 가중치값 (N x C x R x S)

의 컨볼루션 곱셈으로 출력 이미지 (N x H x W)의 결과를

도출하게 된다. 직접 컨볼루션 (Direct Convolution) 연산의

경우 커널의 위치에 맞는 입력 이미지의 메모리를 접근하게

되는데, 이 경우 메모리 접근이 연속적이지 않으므로 캐쉬

미스가 빈번하게 발생하므로 성능 저하가 발생한다. 이러한

문제를 해결하기 위해 그림 1 중간과 같이 입력 이미지에서

커널 레이아웃이 접근할 위치의 값을 미리 복사하여 새로운

메모리에 저장하므로 메모리 사용량은 증가하지만, 고차원

컨볼루션 연산이 저차원 행렬 곱셈으로 차원 축소가 가능해

진다. 이러한 변환 기법을 Im2Col (Image to Column) 라고

부른다. 차원 축소 기법은 입력 이미지의 메모리 사용량이

커널 크기를 곱한 만큼 증가하지만 연속적인 메모리 접근이

가능하므로 성능이 향상되고, 행렬 곱셈 가속 코드를 포함하

는 선형대수 연산 라이브러리인 BLAS를 사용할 수 있게 된

다. Im2Col과 비슷한 방식으로는 모델 파라미터를 분리하여

계산한 후 최종 출력 이미지에서 쉬프트 누적을 통한 컨볼루

션 연산을 수행하는 Kn2Row (Kernel to Row) 기법이 존재

한다 [18]. 이 방식은 그림1의 아래와 같이 결과를 미리 알

수 없는 입력 이미지 대신 상수값을 갖는 가중치 (weight)

파라미터의 메모리 레이아웃을 재배치하여 연산한다. 하지만,

출력 이미지의 쉬프트 덧셈 방식의 성능 저하와 출력 이미지

의 메모리 사용량 증가로 성능 개선이 Im2Col 대비 크지 않

아 범용적으로 사용되지 않는다 [19].

기존의 Im2Col의 최적화 기법으로는 MEC (Memory Effi

cient Convolution) [20], Indirect Convolution [21] 등이 있

다. MEC 연산은 Im2Col 변환을 기반으로 하여, 메모리 접

근 방향을 열 방향에서 행 방향으로 데이터 레이아웃을 변

경함으로 커널의 재사용성을 높이므로 메모리 사용량을 줄

그림 1. (위) 직접 컨볼루션 연산 과정 도식,

(중간) Im2Col 차원 축소를 통한 행렬 곱셈 변환

(아래) kn2Row 차원 축소를 통한 행렬 곱셈 (누적) 변환

Fig. 1. (Above) Direct Convolution Method

(Middle) Im2Col Convolution Lowering Transformation

(Bottom) Kn2Row Convolution Lowering Transformation

일 수 있는 기법이다. Indirect Convolution은 Im2Col과 방

식은 동일하지만 메모리를 복사하지 않고, 포인터 버퍼를

통해 메모리를 접근하도록 하여 메모리 사용량을 줄이는 기

법을 제안하였다. MEC 의 경우 커널의 크기가 크고 stride

가 1인 경우에는 성능 이득이 발생하지만, 커널의 크기가

작거나, stride가 2 이상인 경우에 오히려 성능이 저하되는

구조적 한계가 있다.

2. BLAS, BLIS 라이브러리

BLAS 라이브러리는 타겟 CPU, GPU에서 선형대수 연산

루틴들이 최적의 성능을 갖도록 연구 개발되고 있다. 범용

CPU에 대한 최적화 루틴을 갖는 BLAS 라이브러리로는 int

el-MKL (Math Kernel Library )[15], LAPACK [12], Open

BLAS [11] 등이 있고, ARM 계열의 CPU BLAS는 직접 컨

볼루션 루틴을 포함하는 BLIS (BLAS-like Library Initiatio

n Software) 형태로 발전하고 있다. 대표적인 예로 ARM-C

L (Compute Library) [13], NNPACK [14] 등이 있다. GPU

BLAS는 NVIDIA 계열의 CuBLAS [22], 범용 GPU 프로그

래밍을 위한 OpenCL를 이용한 CLBlast [23], clBLAS [24]

등이 있다. 오랜 기간 잘 정의된 BLAS, BLIS 라이브러리라

고 할지라도, 새로운 딥러닝 가속기에는 바로 적용하는 것

은 불가능하며, 새로운 가속기를 위한 연산 라이브러리를

새롭게 개발해야 하는 어려움이 있다.
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그림 2. 타일링 기반 행렬 곱셈

Fig. 2. Tiling-based matrix multiplication

3. 행렬 곱셈의 타일링 최적화

그림 2는 일반 행렬 곱셈에서 일반적으로 사용하는 타일

링 기법을 도식하였다. 일반 행렬 곱셈은 좌측 행렬의 한 행

과 우측 행렬의 한 열을 곱하여 출력 행렬의 하나의 값을 계

산하게 되는데, 행렬의 크기가 커질수록 캐쉬라인을 넘어가

는 메모리 접근이 빈번하게 발생하므로 성능 저하가 발생하

게 된다. 이러한 캐쉬 미스를 방지할수 있는 방법으로 타일

링 기법이 제안되어졌다 [25]. 캐쉬 미스를 최소화 하는 타일

크기의 서브 행렬로 나누고, 서브 행렬들의 곱셈을 수행한

후에 출력 서브 행렬에 누적하는 방식으로 연산하게 된다.

단순 타일링 기법이 모든 크기의 행렬에서 항상 성능 개

선이 보이지는 않는다. A행렬 (MxK)과 B (KxN)행렬이 있

다고 하자. 충분히 큰 정방형 행렬 (M=K=N)에서 타일 크기

에 따른 성능 개선이 선형적으로 증가하지만, 일정 크기 이

상으로 커지게 되면 오히려 성능이 저하된다. 비정방형 행

렬에서 A행렬이 열 방향으로 길고, B 행렬이 행 방향으로

긴 경우 (M,N ≫ K) 오히려 타일의 빈번한 교체가 발생하

므로 성능 저하가 발생할 수 있다.

4. VTA 하드웨어 구조

VTA 하드웨어는 오픈 소스로 공개되어 있어, 그림 3과

같이 VTA 하드웨어 여러 모듈과 세부요소들에 대해 상세히

살펴볼 수 있다 [9]. DRAM과 FPGA 메모리인 Buffer 사이

의 데이터 흐름을 제어하기 위한 큐 (Queue)가 존재한다. L

OAD 모듈은 DRAM으로부터 입력데이터와 가중치 데이터를

읽어오며, STORE 모듈은 결과 데이터를 DRAM으로 저장한

다. 각 입력 버퍼와 가중치 버퍼는 16의 배수로 COMPUTE

모듈의 입력 텐서와 가중치 텐서에 로드된다. COMPUTE 모

듈은 16x16 행렬과 16x1 벡터 연산을 한 번의 명령으로 수

행할 수 있다. VTA 각 명령어는 Instruction Fectch 모듈을

통해 COMPUTE 모듈로 전송되며, 각 명령어는 OP-code와

Operand로 구성되어있다. Operand는 버퍼의 인덱스로 구성

되는데 입력 버퍼는 16의 배수, 가중치 버퍼는 16x16을 한

개의 인덱스만으로 접근이 가능하다. 입력 버퍼, 가중치 버

퍼, 출력 버퍼의 크기는 명령어의 Operand 길이에 의존하게

그림 3. VTA 하드웨어 구조 [9]

Fig. 3. VTA Hardware Architecture [9]

된다. 만약 인덱스를 초과 할 경우 기존의 버퍼를 DRAM으

로 저장하고 비운 후에, 접근하고자 하는 위치의 데이터를 D

RAM으로 새로 로드한 후에 사용해야 한다.

Ⅲ. 제안하는 기법

1. 2차 타일링 기법

그림 4는 단순 타일링 기법에 추가로 서브 행렬을 타일링

하는 2차 타일링 방식을 도식하였다. 2차 타일링 기법은 1

차 타일로 구획을 나누고, 2차 세부 타일로 실제 연산 부분

을 구분하게 된다. 그림 5의 알고리즘과 같이 행렬 A,B를

block_size로 구획을 나누고 block_size에 대해 세부 타일 크

기인 16x16의 크기로 잘게 쪼갤 수 있게 된다. 16x16 행렬

의 곱셈에만 집중 하므로 최적화 문제를 쉽게 만들 수 있다.

본 논문에서 제안하는 2차 타일링 기법은 VTA 하드웨어

뿐만 아니라 텐서 기반의 뉴럴네트워크 가속회로에도 바로

적용이 가능할 것으로 기대한다.

그림 4. 2차 타일링 기반 행렬 곱셈

Fig. 4. 2-stage tiling-based matrix multiplication



370 FPGA기반 뉴럴네트워크 가속기에서 2차 타일링 기반 행렬 곱셈 최적화

Algorithm 1 : 2-stage Tile-based baseline GEMM on CPU

1

2
3

4
5

6
7

8
9

10
11
12
13
14
15
16
17
18
19

for lm = 1:M/block_size do
for lk = 1:K/block_size do
for ln = 1:N/block_size do
    for bm = 1:block_size/16 do
    for bk = 1:block_size/16 do
    for bn = 1:block_size/16 do
        for h = 1:16 do
        for w = 1:16 do
        for x = 1:16 do
            C[h,w](lm,ln,bm,bn) += A[h,x](lm,lk,bm,bk) * B[w,x](lk,lm,bn,bk)

        end
        end
        end
    end
    end
    end
end
end
end

그림 5. 2차 타일링 기반 CPU 기본 행렬곱셈 알고리즘

Fig. 5. 2-stage tiling-based GEMM algorithm on CPU

Algorithm 2 : 2-Stage Tile-based GEMM on VTA

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

16

for lm = 1:M/block_size do

for lk = 1:K/block_size do

for ln = 1:N/block_size do

    LOAD_BLOCK( input_buffer, block_size * block_size)

    LOAD_BLOCK( weight_buffer, block_size * block_size)

    for bm = 1:block_size/16 do

    for bk = 1:block_size/16 do

    for bn = 1:block_size/16 do

        VTA_GEMM(C[16x16](bm,bn) += A[16x16](bm,bk) * B[16x16](bn,bk))

    end
    end
    end
    STORE_BLOCK( output_buffer, block_size * block_size)
end
end
end

그림 6. 2차 타일링 기반 VTA 행렬곱셈 알고리즘

Fig. 6. 2-stage tiling-based GEMM algorithm on VTA

그림 6의 알고리즘은 VTA 하드웨어에 적용하기 위해 그

림 5의 알고리즘을 개선한 버전이다. 그림 5의 7∼13번 라

인의 16x16 행렬 곱셈 연산을 위한 반복문 3개가 그림 6의

9번 라인의 VTA_GEMM 명령어 한 줄로 대치된다. 버퍼

로드와 연산 과정의 파이프라인이 형성되지 않을 경우 메모

리 병목현상이 발생하게 된다. 따라서 그림 6에서 4∼5번

라인의 입력 이미지와 가중치 파라미터의 로드 및 연산, 13

번 라인의 저장을 연속적으로 수행하도록 작성하였다.

2. VTA 하드웨어에서 2차 타일링 최적화

VTA 하드웨어는 16x16 행렬과 16x1 벡터를 한 번에 연

산 할 수 있다. 그림 7 에서와 같이 행렬 곱셈을 위해서는

DRAM에서 FPGA의 온 칩 메모리 (Buffer)로 데이터가 1차

적으로 로드된다. 그리고 GEMM 코어 모듈 내의 레지스터

파일로 존재하는 텐서에 2차적으로 데이터가 로드되게 된

다. 이러한 VTA 하드웨어 특성을 최대한 이용하려면 입력,

가중치 버퍼에 충분히 많은 데이터를 가지고 와야 한다. 그

그림 7. VTA의 하드웨어 구조를 이용한 2차 타일링 기반 행렬

곱셈 최적화 기법

Fig. 7. 2-stage tiling-based matrix multiplication optimization

technique on VTA

Algorithm 3 : Optimized 2-Stage Tile-based GEMM on VTA (Ours)

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

for lm = 1:M/ mblock_size do

  for bm = 1: mblock_size/16 do

    for lk = 1:K/ kblock_size do

      LOAD_BLOCK( input_buffer, 16 * kBLOCK )

      for n = 1: N/16 do

        LOAD_BLOCK( weight_buffer, 16 * kBLOCK )

        for bk = 1: kblock_size/16 do

            VTA_GEMM(C[16x16](bm,bn) += A[16x16](bm,bk) * B[16x16](n,bk))

        end
      end
    end
  end
  // Flushing after filling the accumulator buffer
  STORE_BLOCK(output_buffer, mBLOCK * n/16 )
end

그림 8. VTA에 최적화된 2차 타일링 기반 행렬곱셈 알고리즘

Fig. 8. Optimized 2-stage tiling-based GEMM algorithm on VTA

리고 입력,가중치 텐서에서는 재사용성을 높일 수 있는 방

식으로 GEMM 코어의 가동률을 높여야 한다. 이 두 가지를

모두 반영하기 위한 기법을 그림 8의 알고리즘으로 작성하

였다. 그림 6 알고리즘과 차이점은 1차 타일을 기존에는 동

일한 타일 크기로 구획하였지만, 그림8의 최적 알고리즘에

서는 M블록과 K블록 두가지 타일 형태로 구분하여 구획하

였다. 두가지 크기로 1차 타일을 구분한 이유는 A행렬과 B

행렬에서 K의 크기는 동일한 점을 이용하여 A행렬의 재사

용성을 높이기 위한 전략이다. 그림 6 알고리즘의 6번 라인

이 최적 알고리즘의 2번 라인으로 옮겨진 것 또한 2차 세부

타일 단위로 A행렬을 재사용하도록 의도한 것이다. 그림 8

의 4번 라인은 A 행렬을 한번 로드 할 때 5, 6번 라인의 코
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그림 9. DarkNet 프레임워크의 추론 코드 분석 및 VTA GEMM 루틴 추가

Fig. 9. Analysis of Inference code and Adding VTA GEMM routine in Darknet

드처럼 가중치 버퍼 (16x16)를 N블록 만큼 로드하여 입력

버퍼를 재사용한다. 뿐만아니라 8번 라인의 VTA_GEMM

연산과 6번 라인의 가중치 버퍼의 파이프라인이 생성되므로

연산과 로드가 슬랙 없이 지속적으로 공급 연산 된다. 이러

한 과정이 무한정 반복될 수는 없으며, 누적 버퍼의 인덱스

가 한계값에 도달하게 되면 누적 버퍼를 출력 버퍼로 저장

하고 누적 버퍼를 초기화하게 된다. 이러한 과정을 입력 버

퍼를 모두 연산할 때 까지 반복하므로 VTA 가동율을 최대

로 올리게 되었다.

3. DarkNet 프레임워크 성능 최적화

DarkNet 프레임워크 [16]는 순수하게 C로만 작성된 오픈

소스 딥러닝 프레임워크이다. 지원가능한 타겟 하드웨어는

범용 CPU와 NVIDIA GPU로 다른 하드웨어에 대한 백엔드

는 구현되어 있지 않다. 따라서 본 연구의 VTA 하드웨어에

최적화된 행렬 곱셈 연산을 DarkNet 프레임워크에 구현하

였다. DarkNet 프레임워크는 이미지 분류와 물체 인식 두가

지 타스크를 제공하고 있다. 하지만 이미지 분류 모델은 개

발 지원이 중단되어 실험을 위해 ResNet-18 모델을 ONNX

(Open Neural Network eXchange) 변환을 통해 Darknet으

로 변환하였다.

DarkNet 이미지 분류를 위한 코드 흐름을 분석여 그림 9

에 작성하였다. 먼저 darknet.c 파일에 main() 함수가 작성

되어 있어, predict_classifier() 함수를 호출하여 이미지 분류

를 수행하게 된다. classifier.c 파일에는 DarkNet 구성 메타

데이터를 담고 있는 cfg 파일을 파싱하는

parse_network_cfg()함수와 파라미터 파일을 불러오는

load_weights() 함수, 그리고 추론과정에서 BatchNorm 레이

어를 생략하기 위한 fuse_conv_batchnorm() 함수등의 부수

적인 함수를 통과하면 추론을 위한 준비과정이 완료된다.

입력 이미지는 load_image_color() 함수를 통해 OpenCV 또

는 std_img 라이브러리를 통해 픽셀 단위의 조정을 통해

network_predict()함수의 입력으로 들어가게 된다. DarkNet

은 Network, layer 두 가지 구조체를 기반으로 동작하게 되

는데, Network 구조체에는 레이어 정보들을 배열형태로 가

지고 있으며 뉴럴네트워크에 필요한 데이터들을 저장하게

된다. 그리고 Layer 구조체는 cfg 파일에 정의 되어진 레이

어들을 실행하는데 필요한 정보들을 담고 있다.

VTA 하드웨어는 연산 가능한 데이터 형식이 INT8 이므

로 제안하는 최적의 행렬 곱셈 알고리즘을 DarkNet에 붙이

기 위해 calcuate_int8_weight() 함수를 작성하여 가중치 파

라미터를 미리 양자화 하는 루틴을 추가하여 런타임에 가중

치는 양자화를 스킵하게 하였다. VTA 하드웨어에서

GEMM 연산이 수행되도록 하기 위해 convolutional_layer.c

파일의 forward_convolutional_layer() 함수를 포함한 하위

함수들을 수정하였다.

Ⅳ. 실험 및 평가

1. 실험 환경

l 타겟 보드 : Xilinx ZCU102 MPSoC

l Processing System (PS)

w CPU : ARM Cortex-A53 quad-core

w RAM : 4GB

l Programmable Logic (PL)

w FPGA-기반 VTA 하드웨어

w 클럭 주파수 : 333MHz

w 입/출력데이터 형식 : 8비트 (양자화)
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Matrix Dimension

M K N

Square Matrix

128 128 128

256 256 256

512 512 512

1024 1024 1024

CNN Layers Dimension
M K N

H W C R S N

Non-

square

Matrix

64 64 64 3 3 64 4096 576 64

32 32 128 3 3 128 1024 1152 128

16 16 128 3 3 128 256 1152 128

16 16 256 3 3 256 256 2304 256

8 8 256 3 3 512 64 2304 512

8 8 512 3 3 512 64 4608 512

표 1. VTA 성능 검증을 위한 정방, 비정방형 행렬의 테스트

케이스

Table. 1. Test Cases of Square and Non-square Matrix for

VTA Performance Verification

Method

M, K, N

Baseline

on CPU

2-Stage

Tiling on VTA

Optimized

2-stage Tiling

on VTA

128, 128, 128 6.7 1.7 0.6

256, 256, 256 51.3 4.9 2.6

512, 512, 512 403.0 28.9 10.6

1024, 1024, 1024 3208.9 184.8 58.4

4096, 576, 64 905.0 59.9 19.1

1024, 1152, 128 448.8 34.5 10.3

256, 1152, 128 112.2 10.8 4.7

256, 2304, 256 446.7 39.5 14.2

64, 2304, 512 225.1 18.9 14.4

64, 4608, 512 452.3 42.5 28.1

표 2. 정방형/비정방형 행렬 곱셈의 성능 비교 표

Table 2. Performance comparison for square and non-square

matrix multiplication

(단위 : millisecond)

2. 실험 방법

VTA에 최적화된 2차 타일링 기반 행렬 곱셈의 성능을

검증하기 위한 방법으로 정방형 행렬 곱셈과 비정방형 행렬

곱셈을 실험하였다. 정방형 행렬은 행렬 곱셈을 위한 행렬

A(M x K), B(K x N)이 다음과 같을 때, M,K,N 크기가 모

두 동일한 경우를 말한다. 비정방형 행렬의 경우 CNN 레이

어의 차원축소를 통해 결정된 행렬의 크기로 실험하였다.

실험 데이터는 표 1과 같다. 정방형 행렬은 128 크기에서 2

배씩 키워가며 행렬의 크기를 1024행렬 까지 실험하였다.

비정방형 행렬의 경우 ResNet-18 모델의 컨볼루션 레이어

의 파라미터 및 입력 크기를 Im2Col 변환을 통해 행렬 차원

을 구하였고, 해당 차원을 시험 데이터로 사용하였다.

DarkNet 프레임워크에서 제대로 동작하는지를 확인하기

그림 10. Darknet 프레임워크에서 ResNet-18 모델의 수행 결과

Fig. 10. Results of ResNet-18 model in Darknet framework

위해서 MxNet에서 학습된 ResNet-18 모델을 ONNX 변환

을 통해 DakNet cfg 파일과 weights 파일로 생성하였고 해

당 모델을 양자화를 통해 Int8 모델로 변환하여 수행하도록

하였다. 정확도는 기존 FP32와 비교하여 검증하였다.

3. 실험 결과 및 분석

표 2는 Xilinx ZCU102 보드의 CPU, VTA에서 행렬 곱셈

성능을 측정한 결과이다. CPU에서는 직접 컨볼루션 연산을

수행한 시간을 밀리 초 단위로 기록하였다. VTA 하드웨어

의 성능 비교를 위해 2차 타일링 행렬 곱셈과 최적화된 2차

타일 행렬 곱셈의 성능을 비교하였다.

정방형 행렬의 크기가 2배씩 증가 됨에 따라 CPU의 연산

시간은 23 만큼 증가하였지만, VTA 하드웨어를 이용할 경우

기본 루틴에서 22.3배씩 증가, 최적화된 루틴에서 22.1배씩 증

가하여 최적화된 루틴의 성능이 개선 되었음을 알 수 있다.

최적화 루틴은 비 최적화 루틴 대비 평균 2.6배 더 빨랐다.

비정방형 행렬은 CNN 레이어의 크기를 반영하므로 A, B

행렬의 크기가 일관되지 않으므로 행렬 곱셈 성능을 최대로

발휘되지 않는 경우들이 발생한다. 본 논문에서 제안한 기

법은 비정방형 행렬의 경우에도 비최적화 루틴 대비 최적화

루틴의 성능이 평균 2.4배 더 개선되었음을 확인하였다.

그림 10은 DarkNet 프레임워크에서 ResNet-18 모델을

수행한 결과이다. 각 컨볼루션 레이어에서 평균 26 GOPS

이상의 성능을 보였다. 성능이 저하된 5, 10, 15번 레이어의

특징은 1x1 커널을 갖는 컨볼루션 레이어로써 연산량이 적

은 부분으로써 기본적인 VTA 하드웨어를 구동하는 오버헤

드가 오히려 크게 반영되어, 상대적으로 성능이 낮게 나오

는 것 처럼 보인다. 하지만 실제 연산 수행시간은 CPU 대

비 더 높은 성능을 보인다. DarkNet에서 제공하는 CPU 타
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겟에서 OpenMP를 활성화 한 경우 ResNet-18은 평균 2.1초

이상의 추론 시간이 소요되었지만, VTA 타겟에서는 0.9초

미만의 추론시간을 보여 최소 2.3배 이상의 추론 성능 개선

을 보였다.

Ⅴ. 결 론

본 논문에서는 FPGA 기반 뉴럴네트워크 가속 회로인

VTA 에서 최적의 2차 타일링 행렬 곱셈 루틴을 제안하였다.

비 최적화 루틴의 빈번한 버퍼 메모리 교체로 인한 병목현상

해결을 위해 ACCUMULATOR 버퍼를 가득 채울 수 있도록

타일 크기를 수정하였다. 명령어의 버퍼 인덱스가 허용하는

범위 내에서 입력 버퍼와 가중치 버퍼가 최대한 재사용 되도

록 루틴을 최적화하였다. 비 최적화 루틴 대비 제안하는 기

법은 정방형 행렬에서 평균 2.6배, 비 정방형 행렬에서 2.4배

개선되었다. 또한 DarkNet 프레임워크에 제안하는 VTA 최

적 행렬 곱셈 루틴을 구현하여 ResNet-18 모델에서 기존

CPU 대비 성능이 개선됨을 실험을 통해 보였다.
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the board decreased by 42.11% compared to the baseline. Furthermore, the time required to process the same amount

of sampling data was reduced by 27.09%. Experimental results validate the efficiency of the proposed multi-core

cooperative heterogeneous embedded software execution technique.

Keywords : Automotive, Embedded system, Heterogeneous execution, Micro-controller unit, Multi-core

*Corresponding Author (boltanut@knu.ac.kr)
Received: Oct. 14, 2022, Revised: Oct. 25, 2022, Accepted: Nov. 15, 2022.
J. S. Kwon: Kyungpook National University (Ph.D. Student)
D. J. Park: Kyungpook National University (Assoc. Prof.)
※ 본 논문은 교육부의 재원으로 한국연구재단 (NRF-2018R1A6A1A030
25109, NRF-2022R1I1A3069260)의 지원을 받아 수행된 연구임.
※ 본 논문은 과학기술정보통신부의 재원으로 정보통신기획평가원 (No.
2021-0-00944, No. 2022-0-00816, No. 2022-0-01170)의 지원을 받아 수
행된 연구임.

Ⅰ. 서론 및 관련 연구

최근 자동차의 패러다임이 내연기관에서 모터, 배터리

제어를 비롯한 전자 제어 장치들로 전환되어감에 따라 차량

내부의 각종 센서 동작을 제어하는 임베디드 소프트웨어에

대한 관심이 높아지고 있다 [1-5]. 차량에서 사용되는 임베

디드 소프트웨어는 내부의 여러 전자 제어 유닛 (ECU)에서

프로그래밍된 대로 각각의 역할을 수행한다. 또한, 차량에서

ECU가 차지하는 비중도 점차 커지고 있다. 최근에는 차량

의 원가에서 ECU 및 소프트웨어가 차지하는 비중이 50%에

육박하고 있다. 하지만, ECU를 구성하는 마이크로컨트롤러

유닛 (MCU)에 적재될 소프트웨어는 운영체제 위에서 수행

되는 일반적인 프로그램이 아니기에 개발 단계에서 효율성

증대를 위해 차량용 어플리케이션에 대한 이해가 필요하다.

ECU의 차량용 소프트웨어는 코드 라인의 증가 및 제어

대상 센서 수의 증가에 따라 수행 복잡도 또한 증가하고 있

다. 이러한 복잡성으로 인해 소프트웨어 실행과정에서 발생

하는 지연 및 오류는 차량용 소프트웨어의 특성상 큰 피해

로 이어질 수 있다. 따라서 차량용 ECU에 사용되는 MCU

와 소프트웨어 특성을 바탕으로 효율적 실행이 가능케 하는

연구가 필요하다 [6-11].

본 논문에서는 소프트웨어의 실행 관점에서 동종

(homogeneous) 및 이기종 (heterogeneous) 특성을 정의한

다. 소프트웨어 실행에서의 동종 특성은 동일한 제어 흐름

에서 동일한 컴포넌트에 접근하고 데이터를 처리하는 것으

로 정의한다. 반대로 이기종 특성은 실행 과정에서 데이터

처리 또는 연산을 위해 서로 독립적인 컴포넌트에 접근하는

제어 흐름으로 정의한다. 대부분의 차량용 MCU 임베디드

소프트웨어는 제어 대상을 센싱하고, 취득한 데이터를 처리

하여 이를 전송하는 일련의 과정으로 구성된다. 하지만 이

러한 동종 소프트웨어 실행 흐름으로 이루어진 상태에서는

다양한 하드웨어 제어 요소들로 인해 많은 오버헤드가 발생

한다. 임베디드 소프트웨어에서는 analog-to-digital

converter (ADC)를 사용한 샘플링이나, 인터럽트의 처리 등

소프트웨어 실행 흐름에 따라 개발자가 개입하여 최적화할

수 있는 여지가 매우 큰 이기종 특성을 보인다 [12-14].

본 논문은 범용 마이크로컨트롤러가 아닌 차량용 임베디
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그림 1. TC275 MCU의 내부 구조 블록 다이어그램 [18]

Fig. 1. The internal architecture block diagram of the TC275 MCU

드 프로세서에 특화된 소프트웨어 구조를 제안하고자 한다.

차량용 임베디드 프로세서는 고온, 고압 등 열악한 환경에

서 동작하기 위해 범용 MCU와 내부 구조, 개발 방법 등에

서 차이가 존재한다. Infineon사의 AURIXTM TriCoreTM 차

량용 MCU는 독립적으로 소프트웨어 실행이 가능한 복수의

코어를 온-칩에 내장하고 있다. 차량용 MCU의 멀티-코어

를 활용하여 한정된 자원을 효율적으로 사용하고자 하는 연

구가 활발히 수행되고 있다 [15-17]. 본 논문에서는 멀티-코

어 환경에서 동종 실행 흐름으로 구현된 소프트웨어의 태스

크들을 차량용 소프트웨어의 이기종 실행 특성에 맞게 각각

의 코어에 분담하는 기법을 제안한다. 임베디드 소프트웨어

의 전체 실행과정은 크게 데이터 sensing, processing,

collecting으로 나눌 수 있는데, 각각의 과정들을 태스크로

할당하고 이를 복수의 코어에서 연속적으로 실행할 수 있도

록 코어 간의 코드 실행을 스케줄링한다. 결과적으로 태스

크 간의 대기 시간으로부터 발생하는 오버헤드를 최소화함

으로써 실행 시간 및 전력 소모를 개선할 수 있다.

본 논문은 다음과 같이 구성된다. 2장에서는 Infineon사

의 AURIXTM TriCoreTM 임베디드 소프트웨어 개발과정을

소개한다. 3장에서는 동종 실행 흐름으로 구현된 임베디드

소프트웨어에 제안하는 기법을 적용하는 과정을 설명한다.

4장에서는 타겟 보드에서 코어 간의 협력적 이기종 연산을

적용하여 실행 시간 및 전력 소모를 분석한 결과를 설명하

고, 마지막 5장에서 결론을 맺도록 한다.

Ⅱ. 차량용 임베디드 소프트웨어 개발

본 논문에서 사용하는 차량용 MCU는 Infineon사의

AURIXTM TriCoreTM TC27x 멀티-코어 계열이다. TC27x

계열의 MCU 중, 본 논문에서는 TC275를 대상으로 설명 및

실험을 수행한다. 코어 3개로 이루어진 TC275의 전반적인

구조를 그림 1에서 나타내었다 [18].

하단 SPB (system peripheral bus)에 연결된 여러 가지 주

변 장치 (peripheral)들은 그림에서 생략하였다. TC275에는

CPU0부터 CPU2까지 3개의 코어가 존재하는데, 각 코어는 독

립적으로 수행할 코드를 저장하기 위한 플래시 메모리를 보유

하고 있다. 모든 코어는 동일한 TriCore
TM
1.6 아키텍처 기반

으로 구현되었지만, 상대적으로 저전력에 초점을 맞춘 E-코어

(efficiency) 1개와 성능에 초점을 맞춘 P-코어 (performance)

2개로 구성된다. E-코어와 P-코어는 캐시 메모리의 크기나

파이프라인 구조에서 서로 다른 특징을 보인다.

멀티-코어 구조에서는 온-칩 메모리 요소에 대한 접근을

관리하는 것이 중요하다. TC275의 각 코어는 독립적으로 사

용하는 scratch-pad (SPR), 캐시 메모리뿐만 아니라,

cross-bar 버스 (SRI)를 통해서 공유 메모리 자원들에 접근

할 수 있다. 코어가 사용할 수 있는 공유 메모리 자원들에는

PMU (Program Memory Unit)의 코드/데이터 플래시 메모리

(PFlash/DFlash), LMU (Local Memory Unit)의 SRAM이
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TC1.6E (Efficiency) TC1.6P (Performance)

Operating Clock

Frequency
up to 200 MHz up to 200 MHz

Scratch-Pad RAM

(SPR)

Data: up to 112 Kbyte (DSPR)

Instruction: up to 24 Kbyte (PSPR)

Data: up to 120 Kbyte (DSPR)

Instruction: up to 32 Kbyte (PSPR)

Cache Instruction: up to 8 Kbyte (ICACHE)
Data: up to 8 Kbyte (DCACHE)

Instruction: up to 16 Kbyte (ICACHE)

Flash Memory
Data: up to 384 Kbyte (DFLASH)

Instruction: up to 4 Mbyte (PFLASH)

SRAM 32 Kbyte

표 1. Infineon AURIXTM TriCoreTM TC275 MCU 사양

Table 1. Specification of Infineon AURIXTM TriCoreTM TC275 MCU

그림 2. 시스템 critical WDT 제어 레지스터 잠금 해제를 통한

주변 장치 모듈 초기화 순서도

Fig. 2. Peripheral module initializing flow chart by system

critical WDT control register unlock

있다. TC275 MCU의 세부 사양은 표 1에 기재하였다.

TC275의 주변 장치 제어는 SPB를 통한 레지스터 설정으로

이루어진다. 3개 코어 모두 SPB에 연결되어 동일한

조건에서 주변 장치들을 제어할 수 있다. 이때 후술할 초기

화 과정에서 특정 주변 장치에 접근하는 코어에 따라 각 코

어에 할당된 보호 레지스터 설정이 필요하다.

TC275는 차량용으로 설계된 MCU이기에 일반적인 범용

MCU와 다른 특징이 존재한다. 차량용뿐만 아니라, 범용

MCU에 적재되는 소프트웨어 설계는 대상 하드웨어에 대한

그림 3. 32비트 WDT 제어 레지스터 필드 구조

Fig. 3. 32-bit WDT control register field structure

이해를 바탕으로 개발되어야 한다. 본 논문에서 대상으로

삼고 있는 차량용 임베디드 프로세서의 멀티 코어 협력적

연산을 구현하기 위해서 MCU 하드웨어 제어에 대한 설명

을 선행한다. 차량용 임베디드 프로세서의 다양한 특징 중,

주변 장치 제어를 하기 위한 프로그래밍 관점에 대해 설명

하도록 한다. 주행 중인 차량의 내부는 높은 온도와 압력,

진동으로 인해 전자 제어 장치의 동작에 노이즈가 발생하기

쉬운 열악한 환경이다. 이러한 환경에서도 차량용 MCU는

외란의 영향을 최소화하며 강인하게 동작해야 차량의 피해

가 발생하지 않는다. 따라서 TC275는 사용자의 의도와 달리

MCU의 모듈 컴포넌트가 비정상적으로 동작하는 상황을 방

지하기 위해 복잡한 시퀀스 (sequence)를 통해 모듈을 초기

화하도록 한다. TC275에서 하드웨어 모듈을 사용하기 위해

초기화하는 과정은 그림 2와 같다.

모듈을 구동하거나 클락 신호를 인가하는 설정에 해당하

는 레지스터는 TC275에서 system critical 레지스터에 해당

하기 때문에 이를 조작하려면 Password Access, Modify

Access 두 단계의 시퀀스가 필요하다. TC275 멀티-코어 구

조는 3개의 코어를 내장하는데, 각 코어에서 병렬적인 주변

장치 접근을 보장함과 동시에, 동일한 주변 장치 접근으로

인한 버스 충돌을 방지하기 위해서 코어마다 할당된 WDT

(watchdog timer) 제어 레지스터가 존재한다. 그림 3은 첫

번째 코어 CPU0에 할당된 32비트 WDT 제어 레지스터이다.

임의의 주변 장치 모듈에 클락 신호를 공급하고 enable시

키기 위해선 WDT 제어 레지스터의 ENDINIT 필드를 set

해야 하고, 이를 위해서는 Password Access를 통해 WDT

제어 레지스터의 잠금을 먼저 해제해야 한다. 이때 CPU0
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그림 4. 기존 동종 실행 흐름 임베디드 소프트웨어 구조

Fig. 4. Conventional homogeneous execution flow embedded software structure

Password

Access

Modify

Access

(Before Init.)

Modify

Access

(After Init.)

LCK 0 1 1

ENDINIT 1 0 1

표 2. 시스템 critical 레지스터 접근에 따른 LCK, ENDINIT 비트 조합

Table 2. LCK, ENDINIT bit combination according to system

critical register access

에서 주변 장치를 enable하는 코드가 수행 중이라고 가정하

면, 서로 다른 코어 사이의 충돌을 방지하기 위해 CPU0에

할당된 WDT 제어 레지스터 WDTCPU0CON0에서 잠금을

해제할 수 있다. Password Access를 위해서는 32비트 전체

WDT 제어 레지스터의 값을 읽되, PW 필드는 값을 반전하

여 읽는다. 그리고 레지스터로부터 읽은 값을 그대로 다시

WDT 제어 레지스터에 write하는데 레지스터의 잠금을 풀

고자 하는 것이 목적이므로 LCK 비트의 값을 0으로 clear,

ENDINIT 비트의 값을 1로 set한다. 유의해야 할 점은

WDT 제어 레지스터에 32비트 전체를 한 번에 write해야

한다는 점이다. WDT 제어 레지스터의 LCK 비트가 0으로

읽히면 잠금이 해제되고 ENDINIT 비트를 수정할 수 있다.

WDT 제어 레지스터의 ENDINIT 비트가 0의 값이어야만

주변 장치 초기화 설정이 가능하므로, Modify Access를 통

해 잠금이 해제된 레지스터의 ENDINIT 비트를 수정한다.

앞서 Password Access와 동일하게 WDT 제어 레지스터의

값을 읽고, 그대로 write하되, ENDINIT 비트의 값을 0으로

clear함과 동시에 LCK 비트를 잠그기 위해 1로 set한다.

LCK 비트가 1로 읽히면 주변 장치를 제어하는 레지스터에

서 해당 모듈을 enable하거나 클락을 인가하도록 설정할 수

있다. 주변 장치 초기화 설정을 완료한 후에는 이전과 동일

하게 Password Access에서 WDT 제어 레지스터의 잠금을

해제하고, Modify Access에서 WDT 제어 레지스터의

ENDINIT 비트를 1로 set한다. WDT 제어 레지스터에 접근

하는 목적에 따라 3가지의 조합이 존재한다. 각 조합에 따

른 LCK, ENDINIT 비트의 값을 표 2에 나타내었다.

Ⅲ. 멀티-코어 협력적 연산

일반적인 차량용 임베디드 소프트웨어의 역할은 센서가

데이터를 수집하고, 이를 연산하여 통신 인터페이스로 전송

하는 3가지 단계로 구분할 수 있다. 그림 4는 일련의 과정

이 동종 소프트웨어 실행 흐름으로 구현된 경우를 나타내었

다. 하나의 소프트웨어는 서로 다른 역할을 하는 복수의 태

스크들로 구성되어 간헐적으로 발생하는 이벤트에 대응하는

서비스 복잡도뿐만 아니라, 구동하는 하드웨어도 모두 다르

다. 이러한 이기종 특성을 고려하지 않고, 단일 코어 기반

실행 흐름으로 프로그램을 개발하게 되면 각 태스크 사이의

idle, wait으로 인한 불필요한 오버헤드가 발생할 수 있다.임

베디드 소프트웨어 실행과정에서 데이터 센싱은 ADC의 샘

플링으로 대응된다. ADC는 외부에서 입력되는 아날로그 신

호를 샘플링하여 그 결과를 버퍼에 저장한다. 센싱 데이터

에 digital signal processing (DSP) 등의 연산을 적용하는

경우는 많은 계산량으로 인해 오버헤드가 더 크게 작용할

수 있다. 본 논문에서 가정한 DSP 연산에는 이동 평균, FIR

필터 등 목표로 하는 도메인에 따라 다양한 알고리즘이 사

용될 수 있다. 이러한 DSP 연산 처리 과정에서 ADC 샘플

링 지연이나, DSP 연산 적용 범위의 데이터가 확보를 위한

대기로부터 오버헤드가 발생한다. 또한, DSP 처리가 완료된

데이터를 전송하는 통신 인터페이스로는 universal

asynchronous receiver / transmitter (UART)가 사용되었

다. DSP 연산이 완료되어 버퍼에 저장된 데이터들은

UART 통신으로 호스트에 전송된다. 전체 실행 흐름은 단

일 코어에서 동종으로 구현되어 있지만, 세부적인 태스크들

이 구동하는 하드웨어 요소, 코드 실행의 순서관계 등을 고

려하면 이기종 실행 흐름 특성을 보인다. 이러한 특성을 고

려하지 않은 상태로 차량용 임베디드 소프트웨어를 구현한

다면 비효율적인 동작을 하게 된다.

본 논문에서 타겟으로 삼은 차량용 임베디드 프로세서에

는 메모리 관리 유닛이 존재하지 않으므로 운영 체제 수준

에서 제공하는 쓰레드, 멀티 프로세스 등, 기존 멀티 코어

활용을 위한 API를 사용하기 어렵다. 따라서 개발자의 타겟

차량용 임베디드 프로세서 하드웨어에 대한 이해를 바탕으
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그림 5. 제안하는 멀티-코어의 협력적 연산 기반 이기종 임베디드 소프트웨어 실행 구조

Fig. 5. Proposed multi-core cooperative operation-based heterogeneous embedded software execution structure

그림 6. 멀티-코어 동기화 개요

Fig. 6. Multi-core synchronization overview

로 한 소프트웨어 설계가 필요하다. 따라서 그림 5와 같이

멀티-코어 구조에서 각 코어에 이기종 태스크들을 할당하여

오버헤드를 최소화하고 연속적인 프로그램 실행이 가능케 하

였다. 이를 위해서 기존의 단일 코어가 모든 과정을 관리하

는 구조에서 3개의 코어를 사용하고 각 코어가 샘플링, DSP,

전송 태스크들을 나누어 맡도록 하였다. 또한, 기존의 단일

버퍼 구조에서 3개의 버퍼를 사용하도록 변경하였다. 첫 번

째 코어 CPU 0은 ADC 하드웨어를 구동하여 샘플링을 수행

한다. 샘플링 수행 결과는 버퍼에 저장하되, 버퍼의 사용 여

부를 확인하여 첫 번째 버퍼 #1과 두 번째 버퍼 #2를 번갈아

가며 사용한다. 두 번째 코어 CPU 1에서는 앞서 CPU 0이

샘플링 데이터를 저장한 버퍼로부터 데이터를 읽어 DSP 연

산을 수행한다. 이때 ADC 샘플링 데이터가 저장되는 버퍼가

2개이므로 CPU 0으로부터 idle 상태의 버퍼 정보를 확인하

여 DSP를 수행한다. 예를 들어 현재 CPU 0이 첫 번째 버퍼

에 샘플링 데이터를 저장 중이라면, CPU 1은 idle 상태인 두

번째 버퍼로부터 데이터를 읽어 DSP 연산 처리를 한다.

CPU 1에서 DSP 연산이 완료된 데이터는 세 번째 버퍼 #3에

저장된다. 세 번째 코어 CPU 2는 버퍼 #3에 저장된 데이터

를 UART 통신 인터페이스로 호스트 PC에 전송한다.

현재 멀티-코어를 사용하는 구조에서는 코어 간의 동기

화 문제로 underrun, overrun이 발생할 수 있다. 이를 방지

하기 위해 각 코어 간에 플래그를 사용하여 버퍼 및 DSP의

상태를 확인할 수 있도록 하였다. 각 코어 간의 동기화 관

계를 그림 6에 나타내었다. CPU 1은 CPU 0으로부터 현재

ADC 샘플링 데이터가 저장되는 버퍼 상태를 확인하고,

DSP 연산을 적용할 버퍼를 결정한다. 이때 더블 버퍼를 사

용함으로써 버퍼 점유로 인해 발생할 수 있는 비효율적인

오버헤드를 제거하였다. 하나의 버퍼가 CPU 0에 의해 점유

되는 동안, 다른 버퍼에 대해 CPU 1에서 접근하여 데이터

연산 처리를 위해 읽어감으로써 CPU 0의 연속적인 동작을

보장할 수 있다. CPU 2는 CPU 1로부터 DSP 연산 수행 상

태를 확인하고 버퍼에 저장된 데이터 전송 시작 여부를 결

정한다. 이러한 과정에서 CPU 1과 2는 CPU 0의 더블 버퍼

동작으로부터 발생하는 오버헤드 시간 동안에 idle 구간을

최소화할 수 있다.

Ⅳ. 실 험

멀티-코어 차량용 MCU에서 이기종 연산의 효율적 실행

을 검증하기 위해 사용한 보드는 그림 7과 같다. Infineon

사의 TC275 MCU를 실장하고 있는 Hitex 사의

ShieldBuddy TC275 보드를 사용하였다 [18]. 타겟 보드가

실장하고 잇는 TC275 MCU는 TriCoreTM v1.6.1 코어를 내

장하고 있으며 최대 200 MHz 속도로 동작한다. 또한 온-칩

에 포함된 3개의 코어는 각 코어의 명령어 실행을 위해

4Mbyte의 플래시 메모리를 갖추고 있다. RAM 용량은 472

Kbyte이다. 보드의 아날로그 핀으로부터 ADC 샘플링의 대

상이 되는 신호를 입력받도록 하였다. 제안하는 기법을 검

증하기 위한 버퍼의 크기는 100개로 설정하였고, 이는 각

코어에서 모두 동일하다. 실험에서 사용될 DSP 연산은 윈

도우 크기가 10인 이동 평균 필터로 선택하였다. DSP 필터

연산을 거쳐 통신 인터페이스로 전송된 ADC 샘플링 데이
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그림 7. 타겟 보드 (Hitex Shieldbuddy TC275)

Fig. 7. Target board (Hitex Shieldbuddy TC275)

그림 8. 타겟 보드 전류 측정 시각화

Fig. 8. Target board current measurement visualization

그림 9. 타겟 보드 전류 및 실행 시간 측정 결과

Fig. 9. Target board current and execution time measure result

터는 아날로그 신호에서 노이즈가 감소된 형태를 가진다.

TC275 보드에서 호스트 PC로 데이터를 전송할 때는

UART 통신을 사용하도록 하였다.

멀티-코어 이기종 연산의 효율성을 검증하기 위해 비교

될 baseline은 동종 실행 구조로 구현된 임베디드 소프트웨

어이다. 비교 대상이 되는 baseline 소프트웨어는 ADC 샘플

링 데이터가 가득 찬 버퍼에 대해 DSP 연산을 수행하고,

DSP 연산이 완료된 버퍼에 대해 UART 인터페이스를 통한

전송을 수행하는 과정이 순차적으로 구현되어 있다. 제안하

는 방법을 적용했을 때의 전력 소모량 변화를 비교하기 위

해 TC275 보드의 전류를 측정하였다. 실험 과정에서의 전류

측정 구간이 연산 처리 중간에 위치할 경우, 전력 budget의

형태에 따라 잘못된 결과가 관측될 수 있다. 이를 방지하기

위해 전체 작업이 완료되어 충분한 반복이 이루어지기까지

의 시간으로 설정하였다. 그림 8의 상단 그래프는 제안하는

기법을 적용한 경우, 하단 그래프는 baseline 경우의 보드에

흐르는 전류를 시각화한 결과이다. 10초 동안의 전류를 측

정한 결과, 제안하는 기법을 적용한 경우는 146.8 mA,

baseline은 148.4 mA의 평균 전류가 측정되었다. 이때 보드

가 아무 동작도 하지 않는 경우 소모하는 상수 전류가 144.6

mA로 측정되어 이를 제외하면 평균 전류는 3.8 mA에서

2.2 mA로 42.11% 감소하였다. 또한, 실행 시간 개선을 검증

하기 위해 두 가지 경우에서 500개 샘플을 출력하기까지의

소요 시간을 측정하였다. Baseline 경우는 1.399초가 소요됐

지만, 제안하는 기법을 적용한 경우는 1.012초가 소요되어

27.09% 감소한 결과를 보였다. 이러한 결과는 그림 9에 나

타내었다.

실험 결과로부터 멀티-코어 차량용 MCU에 임베디드 소

프트웨어를 구현하는 경우, 이기종 실행 특성을 고려했을

때 더 효율적인 연산이 가능한 것을 확인할 수 있다. 성능

차이에 대한 원인을 분석하면 다음과 같다. 전력 그래프의

추이를 보면, baseline 경우의 전류는 TC275 보드가 아무

동작도 하지 않을 때의 상수 전류에 비해 큰 오프셋만큼 상

승해있다. 반면, 제안하는 기법의 경우는 최대 전류는

baseline에 비해 다소 높지만, 태스크 사이에 idle한 구간에

서는 보드의 상수 전류에 가까울 정도로 전륫값이 낮아진

다. 그 결과 멀티-코어 이기종 실행방식으로 임베디드 소프

트웨어를 구현하면 평균적인 전류는 낮아질 수 있다.

Ⅴ. 결 론

본 논문에서는 차량용 MCU에 적재되는 임베디드 소프

트웨어의 이기종 특징을 고려하여 멀티-코어의 협력적 연산

구조를 제안하였다. 또한, 멀티-코어가 내장된 차량용 MCU

에서 사용되는 소프트웨어를 개발하는 일부 과정을 소개하

였다. 차량용 소프트웨어는 다양한 하드웨어 구동을 위해

이기종 실행 흐름을 가지는 특성을 가진다. 이러한 특성에

대한 고려 없이 동종 실행 흐름으로 개발된 소프트웨어에서

는 코어의 대기 시간이나 코어의 부하로 인해 비효율적인

오버헤드가 발생한다.

제안하는 방법은 멀티-코어를 내장한 차량용 MCU가 실

장된 실제 보드에서 검증되었다. ADC 샘플링, DSP 연산,

통신 인터페이스 등 임베디드 시스템의 일반적인 태스크들

이 포함된 소프트웨어가 동종 실행 흐름으로 구현된 경우,

제안하는 방법을 적용하여 멀티-코어 협력적 환경에 적합하

게 이기종 실행 흐름으로 구현된 경우의 오버헤드 감소를

실증하였다. 제안하는 방법을 사용했을 때 이기종 태스크

사이에 발생하는 idle 상태를 활용하여 보드의 자원을 효율

적으로 사용할 수 있었다. 실험 결과, baseline과 비교하여

보드의 소모 전력은 42.11% 감소하였다. 또한, 동일한 양의

샘플링 데이터를 처리하는데 소요된 시간은 27.09% 감소한

결과를 얻었다. 실험 결과로부터 제안된 멀티-코어 협력적
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이기종 임베디드 소프트웨어 실행 방법의 효율성을 검증하

였다. 향후 차량용 MCU에서 수행할 수 있는 다양한 어플리

케이션을 대상으로 효율적인 연산을 가능케 하는 협력적 분

산 처리 기법에 관해 연구를 진행할 예정이다.
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